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REPERE CONCEPTUALE ALE CERCETARII

Actualitatea si importanta problemei abordate: Complexitatea crescanda a
medicinei de terapie intensiva (MTI/UTI) subliniaza nevoia urgenta de abordari inovatoare
pentru Imbunatatirea diagnosticului precoce, a predictiei si a gestionarii afectiunilor critice,
cum ar fi sepsisul si epilepsia. Aceste afectiuni, responsabile pentru mortalitatea si
morbiditatea ridicate In anestezie-terapie intensiva (ATI) la nivel global, necesita interventii
prompte pentru a imbunatati rezultatele pacientilor. Sepsisul, cu o rata a mortalitatii de 20-
50%, si epilepsia, care afecteaza peste 50 de milioane de persoane cu pana la 30% cazuri
rezistente la medicamente, exemplifica sisteme dinamice, neliniare, in care modificarile
fiziopatologice subtile se sustrage adesea instrumentelor conventionale de monitorizare.
Cresterea rezistentei antimicrobiene si imprevizibilitatea crizelor epileptice amplifica si mai
mult nevoia de sisteme predictive care pot detecta anomalii sub rezolutia metodelor
traditionale. Catre 2025, integrarea stiintei complexitatii - un domeniu expert in modelarea
comportamentelor emergente si a dinamicii neliniare - in MTI rdmane subexplorata, cu doar
0-3 lucrari anuale PubMed care o leagd de terapia intensiva. Aceastd lacund evidentiaza
necesitatea dezvoltarii unor metode inteligente care sa valorifice stiinta complexitatii,
modelarea avansatd (bazatd pe agenti, dinamica sistemelor, hibrida), invatarea automata
(ML) si sistemele multi-agent bazate pe modele de limbaj mari (LLM). Aceste instrumente
promit sa transforme procesul decizional in sectiile de terapie intensiva prin permiterea
(de exemplu, costurile sepsisului depasesc 20 de miliarde de dolari anual in SUA).
Republica Moldova, cu sistemul sdu de sandtate cu resurse limitate, ar putea beneficia
semnificativ de astfel de inovatii, sporind astfel precizia clinica si capacitatea de cercetare.
Aceasta cercetare este esentiald pentru a reduce decalajul dintre progresele teoretice si
aplicatiile practice in sectiile de terapie intensiva, aliniindu-se la tendintele globale cétre
medicina de precizie si asistenta medicala bazata pe date.

Scopul cercetarii: Studiul isi propune sa dezvolte metode inteligente inovatoare,
algoritmi si aplicatii software pentru medicina de terapie intensiva, bazate pe un cadru al
stiintei complexitatii. Aceasta abordare urmareste sa imbunatateasca diagnosticul precoce,
predictia si gestionarea afectiunilor critice, cum ar fi sepsisul si crizele epileptice, la
pacientii in stare critica. Prin integrarea conceptelor precum neliniaritatea, emergenta si
adaptarea cu tehnici avansate de modelare (bazate pe agenti, dinamica sistemelor si
hibride), invatarea automata, invatarea reprezentarii, estimarea complexitatii algoritmice si
sistemele multi-agent bazate pe modele de limbaj mari, cercetarea igi propune s conecteze
perspectivele teoretice din stiinta complexitatii cu instrumente practice pentru
imbunatatirea ludrii deciziilor clinice, Ingrijirea personalizata si optimizarea resurselor in
unitatile de terapie intensiva.

Obiectivele cercetarii:

1. Stabilirea unui cadru al stiintei complexitatii: Dezvoltarea unei fundatii conceptuale
utilizand principiile stiintei complexitatii pentru a analiza sistemele de terapie intensiva,
distingand-o de teoria sistemelor si aplicdnd-o pentru a modela starile critice in sepsis si
epilepsie.



2. Evaluarea tehnicilor de modelare: Investigarea modelarii bazate pe agenti pentru a
simula comportamentele emergente in procesele fiziologice, cum ar fi edemul pulmonar
cardiogen, pentru suportul decizional in terapia intensiva.

3. Explorarea modelarii dinamicii sistemelor: Examinarea abordarilor dinamicii
sistemelor pentru a modela dinamica circulatorie agregata si de feedback, inclusiv scenarii
de infarct miocardic, pentru simulari eficiente in terapia intensiva.

4. Dezvoltarea metodelor de modelare hibrida: Integrarea modelarii bazate pe agenti
si a dinamicii sistemului in cadre hibride pentru simulari multi-scald, cum ar fi livrarea de
oxigen materno-placentar-fetal, pentru a aborda lacunele de monitorizare in terapia
intensiva obstetrica.

5. Identificarea si analiza seturilor mari de date: Identificarea si efectuarea de analize
exploratorii pe seturi de date complete pentru predictia sepsisului si cercetarea epilepsiei,
inclusiv inregistrari EEG si serii temporale fiziologice, pentru a sprijini dezvoltarea
sistemelor de inteligenta artificiala.

6. Prelucrarea si recuperarea datelor lipsa: Dezvoltarea de metode avansate de
recuperare a datelor, transformare si preprocesare, incorporand estimarea complexitatii
algoritmice prin descompunerea blocurilor, pentru a gestiona valorile lipsa si a pregati
datele pentru aplicatii de invatare automata.

7. Integrarea invatarii reprezentarii: Aplicarea tehnicilor de invatare a reprezentarii,
inclusiv modele de procesare a limbajului natural precum Word2Vec si BERT, pentru a
transforma datele fiziologice (de exemplu, semnale EEG) in reprezentari actionabile pentru
o precizie imbunatétita a predictiei.

8. Explorarea modelelor de invatare automata: Investigarea diversilor algoritmi de
invatare automata, imbunatatiti prin metrici de complexitate algoritmicd, pentru a stimula
performanta diagnostica si prognostica in predictia sepsisului si a crizelor epileptice.

9. Incorporarea modelelor de limbaj mari: Explorarea modelelor de limbaj mari cu
generare augmentata prin recuperare si sisteme multi-agent pentru a imbunatiti gestionarea
sepsisului, respectarea ghidurilor si luarea deciziilor clinice 1n terapia intensiva.

10. Dezvoltarea de instrumente software: Crearea de aplicatii software integrate
pentru predictia timpurie a sepsisului, analiza EEG si gestionarea sepsisului cu agenti
multipli, validate pentru medii clinice si de cercetare pentru a facilita interventii
personalizate.

Ipoteza cercetirii: In terapia intensiva, instrumentele conventionale de monitorizare
trec adesea cu vederea modificarile fiziopatologice subtile sub pragul lor de rezolutie,
intarziind diagnosticarea precoce si predictia afectiunilor critice precum sepsisul si
epilepsia. Bazatd pe stiinta complexitatii - punand accent pe neliniaritate, emergenta,
adaptare si complexitate algoritmica (de exemplu, Kolmogorov-Chaitin prin descompunere
in blocuri, CKC) - aceasta cercetare ipotezeaza ca integrarea modelarii avansate (bazata pe
agenti, dinamica sistemului, hibridd), recuperarea datelor, invatarea reprezentdrii (de
exemplu, NLP pe semnale fiziologice), invatarea automata si sistemele multi-agent bazate
pe LLM va permite detectarea acestor modificari, rezultdnd sisteme de predictie cu
performante egale sau depasitoare pentru reperele din literatura (de exemplu, aria de sub
curba ROC (AUC) >0,95 pentru sepsis). Instrumentele software rezultate pentru analiza



EEG (cercetare) si gestionarea sepsisului (clinic) vor consolida luarea deciziilor, ingrijirea
personalizata si rezultatele in mediile medicale din Republica Moldova.

Noutatea si originalitatea stiintificd: Teza introduce o integrare noud a stiintei
complexitatii cu terapia intensiva, valorificand neliniaritatea si emergenta pentru a aborda
lacunele de diagnostic. Aceasta este pionierd in utilizarea complexitatii Kolmogorov-
Chaitin (CKC) prin descompunerea in blocuri pentru preprocesarea semnalelor
biomedicale, imbunatatind detectarea tiparelor in datele nestationare. Cadrul de modelare
hibrida care combina abordari bazate pe agenti si dinamica sistemului pentru simulari multi-
scald, cum ar fi livrarea de oxigen fetal, este inovator. In plus, aplicarea modelelor de limbaj
mari cu generare augmentatd de recuperare si sisteme multi-agent pentru gestionarea
sepsisului reprezinta o abordare de ultimd generatie a deciziilor clinice in timp real,
distingand aceasta lucrare de metodele reductioniste traditionale.

Problema stiintifica importanta solutionata in teza: Rezultatele obtinute contribuie
la rezolvarea unei probleme stiintifice semnificative. Cercetarea stabileste un cadru
stiintific al complexitatii care modeleaza cu succes procesele fiziologice, cum ar fi edemul
pulmonar cardiogen si livrarea de oxigen fetal, utilizand metode bazate pe agenti, dinamica
sistemului si metode hibride. Preprocesarea avansata, inclusiv recuperarea datelor lipsa si
estimarea CKC, transformd datele EEG si sepsis pentru invatarea automata, atingand
performante predictive ridicate. Instrumente software precum ISAAC-EEG-BDM-NLP si
ISAAC-Sepsis-Expert permit detectarea si gestionarea timpurie, sistemele multi-agent
bazate pe modele de limbaj mari imbunatatind respectarea ghidurilor privind sepsisul.

Semnificatia teoretici a cercetirii: Teza avanseazd stiinta complexititii prin
formalizarea aplicarii sale in terapia intensiva si integrarea acesteia cu modelarea, invatarea
automata si inteligenta artificiald. Aceasta contribuie cu aplicarea unei noi paradigme a
stiintei datelor complexitatii care leaga teoria sistemelor si abordarile bazate pe date.
Utilizarea CKC pentru analiza semnalelor biomedicale ofera un salt teoretic in captarea
dinamicii emergente. In acelasi timp, modelarea hibrida si sistemele multi-agent ofera noi
cadre pentru intelegerea fenomenelor ATI multi-scala, imbogitind cercetarea
transdisciplinara.

Valoarea aplicativa a lucrarii: Instrumentele dezvoltate ofera solutii practice pentru
predictia si gestionarea timpurie a sepsisului, precum si pentru prognoza crizelor epileptice
bazata pe EEG, imbunatatind luarea deciziilor clinice si ingrijirea personalizata. Aceste
aplicatii sunt scalabile pentru medii cu resurse limitate, cum ar fi Moldova, sprijinind triajul
in unitatile de terapie intensiva, planificarea interventiilor si educatia medicala prin simulari
interactive.

Aprobarea rezultatelor stiintifice: Rezultatele au fost prezentate sub forma de 27
de rapoarte la 21 de forumuri stiintifice, inclusiv a 7-a Conferintd Internationala privind
Nanotehnologiile si Ingineria Biomedicala, ICNBME 2025; Congresul aniversar: 80 de ani
de inovatie 1n sdnatate si educatie medicald - Universitatea de Stat de Medicina si Farmacie
“Nicolae Testemitanu”; Congresul aniversar de 50 de ani al SARRM: Un reper in
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anesteziologie si terapie intensivd, a 7-a Conferintd Internationald privind Sistemele
Inteligente si Fuzzy, INFUS 2025, 2026; Conferinta Stiintifica Internationala ,, Transplantul
de Celule si Tesuturi. Actualitati si Perspective. Editia a III-a, 2025; a XIII-a Conferinta
Internationala de Electronica, Comunicatii si Informaticd ECCO 2024; conferinta NASCA
23, 2023; conferinta AUTOMATA 2020, 2020, etc.

Publicatii pe tema tezei: Cercetarea are ca rezultat 54 de lucrari stiintifice in afara
cadrului tezei doctorale, dintre care 32 ca unic autor, 19 ca prim/ultim autor; dintre care 22
articole, inclusiv 13 articole 1n reviste/editii indexate in Scopus/ cu factor de impact. 33
articole si teze sunt publicate dupa finalizarea tezei doctorale.

Volumul si structura tezei: Teza cuprinde 275 de pagini si include o introducere,
opt capitole, concluzii, o bibliografie din 401 de surse, 5 anexe, 89 de figuri si 37 de tabele.

1. CADRU CONCEPTUAL - O ABORDARE A STIINTEI COMPLEXITATII A
METODELOR INTELIGENTE iN TERAPIA INTENSIVA

Context
Stiinta complexitatii (SC) a aparut ca un domeniu interdisciplinar transformator care

urmareste sa inteleagd comportamentele complexe ale sistemelor compuse din numeroase
componente care interactioneaza [l, 2]. Spre deosebire de paradigmele stiintifice
traditionale care se bazeaza adesea pe reductionism - descompunerea fenomenelor in parti
mai simple - SC subliniaza natura holistica a sistemelor, in care intregul prezinta proprietati
care nu pot fi explicate pe deplin prin analizarea elementelor individuale in mod izolat.
Aceasta abordare este deosebit de pertinentd pentru medicina de terapie intensiva, unde
conditiile pacientilor implicd interactiuni dinamice intre procesele fiziologice, interventiile
medicale, factorii de mediu si chiar elementele sociale din cadrul echipelor de asistentd
medicald. Acest cadru conceptual prezintda originile, evolutia, principiile cheie,
fundamentele metodologice si aplicatiile SC, contrastidnd cu teoria sistemelor (TS) pentru
a evidentia contributiile sale unice. De asemenea, exploreaza relevanta specificd a SC
pentru asistenta medicala si rolul pe care il joaca in incadrarea cercetarii privind metodele
si algoritmii inteligenti pentru terapia intensiva. Figura 1.1 prezinta rezultatele unei cautari
PubMed bazate pe termenul ,,stiinta complexitatii” (bare de culoare albastrd) si asocierea
(bare de culoare portocalie) pentru perioada 2000-2025.

39

sa cu ,terapie intensiva
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Figura 1.1. Numarul de publicatii in PubMed: albastru — stiinta complexitatii
(potrivire exacta) si portocaliu — in asociere cu terapia intensiva.

Se poate observa o tendintd crescatoare pentru SC si o tendintd stabild pentru

=9

asocierea ,,5C si terapie intensiva”, cu 0 pana la 3 publicatii pe an.

Dezvoltarea istorica a stiintei complexitatii

Traiectoria istorica a SC poate fi urmarita pana la mijlocul secolului al XX-lea, cu
radacini conceptuale in filosofie si in cercetarea stiintifica timpurie. Precursorii includ
lucrérile lui H. Poincaré asupra dinamicii neliniare si problema celor trei corpuri, care
formale s-au consolidat in anii 1940 si 1950 odata cu cibernetica lui N. Wiener, care
foloseste buclele de feedback, si teoria informatiei a lui C. Shannon pentru cuantificarea
incertitudinii prin estmarea entropiei.

Anii 1960 au adus teoria haosului, ,.efectul fluture” al lui E. Lorenz contestand
predictibilitatea determinista. Teoria generald a sistemelor a lui Ludwig von Bertalanffy a
influentat informatica prin sustinerea sistemelor deschise. in anii 1970, 1. Prigogine a
explorat structurile disipative si termodinamica in conditii de dezechilibru, castigand
Premiul Nobel pentru Chimie in 1977.

Institutul Santa Fe (SFI), fondat in 1984 de oameni de stiintd precum G. Cowan, M.
Gell-Mann si Ph. Anderson [2, 3], a devenit un centru de cercetare interdisciplinara.
Dezvoltarile cheie au inclus autoorganizarea lui S. Kauffman in retele biologice si
algoritmii genetici ai lui J. Holland. Anii 1980 si 1990 au marcat ascensiunea teoriei
retelelor, cu A.-L. Barabasi despre retelele fara scalare.

in secolul XXI, informatica s-a extins cu analiza big data 1n anii 2000, retelele small-
world de D. Watts si S. Strogatz in anii 2010 si intersectiile cu inteligenta artificiala (IA) si
invatarea automata (ML) 1n anii 2020, inclusiv modelarea pandemiei in timpul COVID-19
[4]. Catre 2025, progresele includ simpozioane SFI despre emergenta si conferinte precum
CCS'25 despre retele si sisteme biologice.
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,Harta stiintelor complexitatii din 2021” de B. Castellani si L. Gerrits [5] relateaza
aceastd evolutie de la ciberneticd la integrarea IA, subliniind transdisciplinaritatea,
bazandu-se pe influente de la fractalii de B. Mandelbrot la sistemele sociale de N. Luhmann.

In schimb, teoria sistemelor (TS), care isi are originea ca Teoria Generala a Sistemelor
(TGS) in anii 1920-1950 prin lucrarile lui Bertalanffy, pune accentul pe plenitudine, ierarhii
si echilibru Impotriva reductionismului. TS este mai ampla, cuprinzand toate sistemele, in
timp ce SC se concentreazd pe sistemele adaptive complexe (SAC) care prezintd
neliniaritate [6]. TS modeleaza bucle inchise pentru stabilitate; SC exploreaza perturbatiile
care duc la stari noi.

Concepte cheie in stiinta complexitatii

In centrul SC se afld concepte precum neliniaritatea, unde schimbarile mici se
transforma 1n cascada in efecte semnificative [1, 6]; emergenta, proprietati care transcend
componentele (de exemplu, stolurile de pasari); autoorganizarea, ordinea spontand din
regulile locale; adaptarea in SAC la ,,marginea haosului” [1]; buclele de feedback; retelele
care dezvaluie robustete; si universalitatea In modele precum fractalii.

in asistenta medicala, acestea incadreazi bolile ca fiind emergente [7]. Sepsisul
implica cascade neliniare, iar epidemiile se auto-organizeaza prin retele. Perspectivele
pentru 2025 pun accentul pe CS in guvernanta IA.

SC si TS au un etos holistic si interdisciplinar, dar in unele privinte diferd. TS
prioritizeaza stabilitatea structurald, ierarhiile si echilibrul prin feedback si limite; SC
subliniaza neliniaritatea, emergenta, autoorganizarea si evolutia in stari de dezechilibru [6].
Metodologic, TS utilizeaza modele calitative si matematice; SC utilizeaza simulari, cum ar
fi modelarea bazatd pe agenti (MBA) [8] - aplicatii: TS in inginerie pentru control; SC in
ecologie pentru adaptare.

Diferente si asemanari cu teoria sistemelor

Diferentele dintre teoria sistemelor si stiinta complexitatii includ: Focus (TS:
stabilitate structurala si ierarhii; SC: adaptare dinamica si emergentd); Concepte de baza
(TS: homeostazie, echilibru, sisteme inchise; SC: neliniaritate, autoorganizare, marginea
haosului); Abordare metodologica (TS: descrieri calitative, modele liniare; SC: simulari
computationale, MBA, analiza de retele); Gestionarea incertitudinii (TS: predictibilitate
prin control; SC: imbratiseaza haosul si imprevizibilitatea); Aplicatii (TS: inginerie,
management organizational; SC: biologie, stiinte sociale, dinamica asistentei medicale).

Asemanarile includ: Anti-reductionism (ambele resping divizarea sistemelor in parti
izolate); Accent pe interconexiuni (concentrare pe relatii si intreguri); Interdisciplinaritate
(bazandu-se pe mai multe domenii); Emergentd (proprietati care apar din interactiuni);
Mecanisme de feedback (bucle in comportamentul sistemului).

Aplicatii ale stiintei complexitatii in general si in asistenta medicala

SC se aplica in fizica, economie si biologie. In asistenta medicald, modeleazi
sistemele ca SAC pentru a aborda neliniaritatea in raspunsurile pacientilor. Analizele de
scop aratd SC 1in serviciile de sanatate [7], folosind autoorganizarea pentru a implementa
dovezi. In 2025, SC informeaza IA in diagnostic si politici. In terapia intensiva, sepsisul



este analizat ca o formd de inflamatie haotici sau insuficientd organica. Stiinta
implementarii foloseste SC pentru interventii dinamice.

SC 1isi bazeazd aceastd tezd considerand terapia intensivda ca SAC, informand
modelele pentru sepsis si epilepsie. Ghideaza preprocesarea cu complexitatea Kolmogorov-
Chaitin si integreazd ML pentru prognostic [9, 10].

Interactiunile dintre Stiinta Complexititii si Modelare: Modelare Bazata pe
Agenti, Modelare Dinamica Sistemelor si Abordéri Hibride

Folosind modelarea SC tinde sd simulze SAC. Modelarea bazata pe agenti (MBA)
simuleazd agenti autonomi pentru emergenti. In terapie intensivi, MBA modeleaza
unitatile de terapie intensiva COVID-19 sau strategiile antimicrobiene. Capitolul 2 al tezei
aplica MBA la edemul pulmonar cardiogen.

Modelarea dinamicii sistemelor (MDS) utilizeaza stocuri, fluxuri si bucle pentru
dinamica agregata [8]. in domeniul sanatatii, MDS planifica interventii pentru forta de
munca. Capitolul 3 utilizeaza MDS pentru sistemele circulatorii.

Modelarea hibrida combind perspective macro si micro [8]. Capitolul 4 modeleaza
livrarea de oxigen fetal. Acestea ilustreaza utilitatea SC: MBA pentru interactiuni la nivel
micro in unitatile de terapie intensiva; MDS pentru stabilitatea la nivel de sistem; si hibrizi
pentru analize multi-scald, cum ar fi monitorizarea fetala.

Interactiuni intre Stiinta Complexititii si invitarea Automati: O Perspectivi
Unificatoare

Interactiunea dintre SC si invdtarea automatda (ML) este bidirectionald. Cadrele SC
inteleg proprietitile emergente in modelele ML; ML analizeazd sistemele complexe.
Unificarea pune accentul pe extragerea regularitatilor din fenomenele de inalta
dimensionalitate, in timp ce SC pune accentul pe granularitatea grosiera, iar ML codifica
dependentele.

Interactiunile gestioneazd neliniaritatea; complexitatea Kolmogorov-Chaitin
cuantifica informatiile. Capitolele 5-7 valorifica acest lucru pentru diagnosticare.

Argumente pentru selectarea sepsisului si epilepsiei ca stari patologice in terapia
intensiva
Sepsisul si epilepsia sunt selectate datoritd prevalentei lor in ATI, alinierii SC si
utilitatii pentru metodele inteligente. Principalele argumente in favoarea acestei selectii
sunt:
a. Acestea impun poveri semnificative: Sepsisul duce la internari in ATI cu costuri
ridicate (>32.000 USD/pacient) si mortalitate (10-46%) [11]. Epilepsia, in special
status epilepticus, implicd morbiditate si costuri ridicate [12].
b. Exemplifica stari critice in SC - sisteme aflate in tranzitii de faza cu legi de
putere si adaptabilitate. Sepsisul prezinta escaladare neliniard cétre insuficienta
organica; epilepsia reflecta criticitatea neuronala in convulsii.
c. Seturi mari de date disponibile: PhysioNet pentru sepsis (peste 40.000 de cazuri)
[13]; provocari legate de epilepsie cu peste 8.000 de clipuri EEG [14].
d. Potrivite pentru complexitatea Kolmogorov-Chaitin prin metoda descompunerii
in blocuri (BDM), cuantificand aleatoriul in seriile temporale pentru modelarea
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predictiva [15]. Capitolele de modelare din teza se concentreaza, de asemenea, pe
starile critice, CKC fiind esentiala.

Stiinta datelor complexititii: Reformularea metodelor inteligente in terapia
intensiva

Stiinta datelor complexitatii (SDC) integreaza SC cu stiinta datelor (SD) [16], un
derivat al gemenilor digitali (GD) pentru simulare si optimizare. SDC abordeaza date de
inaltd dimensionalitate in SAC, punand accentul pe procese generative precum
autoorganizarea si neliniaritatea.

Bazandu-se pe evolutia SC, SDC extinde GD de la inginerie la asistentd medicala
pentru modelare personalizatd. Cuantifica conceptele SC prin tehnici de date, detectand
universalitatea in tendinte (Figura 1.2) si feedback-ul in datele ATI.

SDC accentueaza distinctiile cu TS: fluxuri dinamice de date vs. ierarhii structurale.
Sinergiile amplifica anti-reductionismul si interdisciplinaritatea, integrand SC cu metodele
SD.

in modelare, SDC priveste modelele ca GD, descoperind vulnerabilititi. In aceasta
cercetare, ML unifica granularitatea grosiera, utilizind CKC/BDM pentru predictiile ATI
in sepsis si epilepsie.

Mziune dinamica

Stiinta complexitatii Stiinta datelor

N7 s

asupra proceselar

* Analiza statistica
* Analiza exploratorie

* \izualizarea datelor

* Evaluare model

« 1Afinvatarea profunda
* NLP

Sisteme dinamice
* Retele complexe
Tranzitii fazice
Emergenta
lerarhie
Auto-organizare

Rationament stabstic

Cuanticarea Incerttudinil

Figura 1.2. O programa holistica pentru stiinta datelor complexitatii. Bazat pe [16].

SDC se extinde la modelare, considerand patologiile ca SAC generatoare de date.
Reformuleaza cadrul ca evolutie SC centratd pe date, conectand teoria si practica pentru
inovatiile ATI.

2. MODELAREA BAZATA PE AGENTI iN TERAPIA INTENSIVA: O
ABORDARE A STIINTEI COMPLEXITATII

Stiinta Complexititii si Modelarea Bazati pe Agenti in Medicina
Stiinta complexitatii (SC) oferd un cadru pentru intelegerea sistemelor cu interactiuni
complexe, neliniare, comportamente emergente, adaptare si autoorganizare, spre deosebire
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de abordarile reductioniste care izoleaza componentele. SC pune accentul pe interactiunea
holistica, fiind ideald pentru cercetarea medicald in care sistemele fiziologice si clinice
prezintd complexitate dinamica [17]. In terapia intensiva, unde pacientii se confrunti cu
afectiuni care le pun viata in pericol si necesitd interventii rapide, SC navigheaza prin
imprevizibilitate si fenomene emergente. Modelarea bazata pe agenti (MBA), o metoda de
calcul bazata pe SC, simuleaza agenti autonomi pentru a dezvalui comportamente la nivel
de sistem, oferind un instrument robust pentru scenariile de terapie intensiva [18]. SC a
aparut la sfarsitul secolului al XX-lea prin eforturi interdisciplinare la Institutul Santa Fe,
unde pionieri precum Murray Gell-Mann, John H. Holland si Stuart Kauffman au definit
sisteme adaptive complexe (SAC). SAC se caracterizeaza prin neliniaritate, in care mici
modificari ale intrarilor produc rezultate disproportionate, si emergenta, in care proprietatile
sistemului apar din interactiuni locale care nu sunt previzibile din componente izolate. In
medicind, SAC se manifestd in procese fiziologice, cum ar fi raspunsurile imune si
dinamica cardiovasculara, si in sistemele clinice, cum ar fi fluxurile de lucru spitalicesti
[19]. In terapia intensiva, SC este vitald pentru afectiuni precum sepsisul, sindromul de
detresa respiratorie acutd (SDRA) sau edemul pulmonar cardiogen (EPC), care implica
interactiuni neliniare intre sistemele cardiovascular, respirator si imunitar, ducand la
rezultate emergente, cum ar fi insuficienta organica [20]. De exemplu, sepsisul declangeaza
cascade inflamatorii imprevizibile, o caracteristicd a neliniaritatii. SC modeleaza aceste
interactiuni, oferind perspective asupra interventiilor de stabilizare, spre deosebire de
concentrarea teoriei sistemelor pe stabilitatea structurala si buclele de feedback (de
exemplu, reglarea tensiunii arteriale) [21]. SC poate fi aplicabild la biologie, fizica,
matematica si calculul, aliniindu-se cu provocarile multiple ale terapiei intensive, inclusiv
complexitatile fiziologice si logistice. MBA poatef fi folositd pentru modelarea agentilor -
celule, molecule, pacienti sau clinicieni - urmand reguli intr-un mediu virtual, generand
comportamente emergente [22]. Spre deosebire de modelele de ecuatii diferentiale, MBA
surprinde eterogenitatea, dinamica spatiald si stochasticitatea - aspecte critice in terapia
intensiva, unde factorii specifici pacientului si momentul in care se desfasoara sunt
importante. Aplicatiile timpurii ale MBA includ modelele epidemiologice ale lui Epstein i
simularile celulare ale lui An [23, 24]. In terapia intensivd, MBA poate fi folsitd pentru
simularea dinamicii fluidelor in EPC si aspectele operationale, inclusiv fluxul pacientilor si
alocarea ventilatoarelor. Aplicatiile acoperd modelarea fiziologicd (de exemplu,
interactiunile citokinelor in sepsis [20]), interventiile clinice (de exemplu, efectele
vasopresoarelor) si operatiunile (de exemplu, optimizarea triajului). Simularile vizuale ale
MBA imbunatitesc educatia medicald permitadnd cursantilor sa exploreze scenarii precum
modificarile parametrilor EPC [25]. Provocdrile includ scalabilitatea computationald si
validarea in raport cu datele clinice zgomotoase. Progresele in instrumente precum NetLogo
si in integrarea datelor din dosarele electronice de sdndtate sau senzori ofera oportunitati
pentru predictii personalizate si modele accesibile [26].

Formalismul matematic al modelarii bazate pe agenti

MBA simuleazd sisteme complexe prin modelarea agentilor individuali si a
interactiunilor acestora, surprinzand fenomene emergente pe care modelele de ecuatii
diferentiale agregate nu le pot realiza [1]. Componentele principale includ: Starile
agentului, definite de un vector care contine coordonate spatiale, proprietéti fiziologice (de
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exemplu, presiunea) si timpul. Reguli de interactiune: Probabilistice, de exemplu,
probabilitatea extravazarii moleculelor de apd in edemul pulmonar. Mediu: O grila sau un
spatiu cu proprietdti precum permeabilitatea. Evolutia timpului: Starea sistemului se
actualizeaza iterativ:

S; = f(S;, N, E.,R), 2.1)
unde S este starea sistemului, N sunt vecinii, E este mediul si R sunt regulile.

Ecuatii cheie:
Actualizare agent:

Sit+1 = g(Sitl Sit’ Sith) (22)

de exemplu, actualizari ale pozitiei moleculei de apa datorita presiunii.

Comportament emergent:
E = Z 'Ui ) (23)
i€A
de exemplu, apa extravasculara totala.

Dinamica mediului:
Wt+1 = Wt + Z Avl - D, (2.4)

unde D este drenajul limfatic.
Elemente stocastice: Variabilitatea modelului de mers aleatoriu [19].

in terapia intensivdi, MBA implementeazi ecuatia Starling, Q = L,S([P. — P;] —
8[m, — m;]) la nivel de agent pentru EPC, permitdnd modelarea spatiald si stocastica.
Validarea utilizeazd metode statistice, cum ar fi ANOVA, pentru a evalua sensibilitatea
parametrilor si a asigura alinierea clinica [27].

Aplicatie in terapia intensiva

Formalismul MBA este potrivit pentru modelarea in terapie intensiva a proceselor
dinamice, cum ar fi schimbarile de fluide EPC, prin intermediul ecuatiei Starling, captand
in acelasi timp heterogenitatea spatiala si stochasticitatea. Simuleaza procesele fiziologice,
interventiile clinice si dinamica operationald, oferind informatii despre progresia bolii,
efectele tratamentului si gestionarea resurselor. Integrarea dinamicii spatiale si temporale
in MBA sustine simuldri de la fiziopatologie la luarea deciziilor, validate prin analiza
statistica [27].

Modelarea bazati pe agenti a edemului pulmonar cardiogen: Descrierea
modelului

Acest MBA NetLogo simuleaza edemul pulmonar cardiogen (EPC), in care lichidul
se acumuleaza 1n plamani din cauza presiunii hidrostatice crescute (PH) si a presiunii
oncotice modificate (PO) [27]. Modelul include trei zone: Capilar (compartiment vascular),
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Membrana alveolo-capilara (MAC) (capacitate 400 ml, loc de extravazare a fluidului) si
Alveole (inundarea indica patologie). Agenti: Molecule de apa (extravazate prin PH/PO),
Macromolecule (influenteazd PO), Eritrocite (vizuale, extensii viitoare precum
oxigenarea). Scenarii: Normal (PH=18 mmHg, PO=25 mmHg, drenajul limfatic purifica
apa) si EPC (PH=21-24 mmHg, PO=24 mmHg, depaseste 400 ml, inundatii). Iesiri:
Urmareste grafic drenajul si apa in functie de pragul de 400 ml. Interfata: Selector de
scenarii, cursoare PH/PO. Figura 2.1 prezinta interfata scenariului Normal.

Scenario
‘ Normal v "

Setup | ‘ Go __|

hydrostatic-pressurs 18 mm Hg
oncotic-pressure 25 mm Ha

Norm: extravasation-lymph-drainage

~-wallof alveolus
(epithalium)

M Extravas.
ENV space

— alvealar air space

-

o extravasation g

e e

/ singie Ted
A blood cell
'] time 134
PE: excess-extravasation-over-time

WExtravas.
MEN space

o well of capillary

o extravasation x 10 £

-]

time 184

Figura 2.1. Vedere generali a interfetei modelului in scenariul ,,Normal”.

Selectorul de scenarii (stanga sus) selecteaza modul de simulare. Cursoarele de mai
jos seteazd PH si PO. Graficul superior arata drenajul limfatic (linia albastrd), iar graficul
inferior urmareste apa extravasculara (linia verde) in functie de pragul de 400 ml (linia
rosie). Fereastra din dreapta prezinta alveolele (alb), ACM (gri) si capilarele (rosu/roz) cu
agenti: molecule de apa (albastru), macromolecule (galben) si eritrocite (rosu).

Ecuatia Starling simplificata guverneaza fluxul de fluid: Dinamica: Apa se misca spre
dreapta intr-un capilar, se extravazeaza daca PH > PO; limfa se dreneaza sub 400 ml.
Configurare: Setarea lumii NetLogo, colorarea patch-urile (alveole albe, ACM gri, capilar
rosu), importarea imaginii alveolelor, generarea agentilor. Procedura Go: Mutarea
agentilor, extravazarea apei, drenarea ACM, actualizarea graficelor. NetLogo 6.2 accepta
interactivitate; versiunile demo/experimentale sunt online [24, 25].

Rezultatele modelului de edem pulmonar cardiogen

Simularile testate au fost in scenarii Normal (PH=18 mmHg, PO=25 mmHg) si EPC
(PH=21-24 mmHg, PO=24 mmHg), cu o capacitate a ACM de 400 ml. Normal: Apa atinge
varfuri la ~200 ml, eliminata sub prag; graficele sunt stabile [25]. EPC: Inundare rapida cu
10-30 de secunde; Figura 2.2 (PH=23 mmHg) arata ca apa depaseste pragul.
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Norm: extravasation-lymph-drainage
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Figura 2.2. Reprezentare grafica in scenariul ,,Edem pulmonar cardiogen”. Graficul
superior arati drenajul limfatic (linia albastra), iar graficul inferior urmareste apa
extravasculara (linia verde) care depaseste pragul de 400 ml (linia rosie).

2500

2000

1000

Volumul apei extravasate (ml)
500 1500

— HP =24 mmHg
—— HP =23 mmHg
— HP=22mmHg

HP = 21 mmHg

Timp (conventional)

30 40

Figura 2.3. Dinamica volumului de apa extravasculari in timp pentru diferite
niveluri de PH. Pragul de 400 ml (linia punctata gri) este depisit mai devreme la PH
mai mare, indicind o severitate crescuti a edemului.

Analiza de sensibilitate a variat PH (21-24 mmHg) folosind BehaviorSpace; o PH mai
mare provoaca inundatii mai devreme (Figura 2.3). ANOVA (p<0,05) confirma impactul
PH. Aceasta se aliniaza cu riscul PCWP (presiune 1n pand) >18 mmHg; educational pentru
vizualizarea modificarilor parametrilor; clinic pentru pragurile de interventie [27]. Modele

disponibile online [24, 25].
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Modelul de edem pulmonar cardiogen: implicatii clinice si educationale, limitari
si lucrari viitoare

Modelul de edem pulmonar cardiogen vizualizeaza interactiunea PH/PO in EPC,
reflectand cresterea PCWP (>18 mmHg) observata in insuficienta cardiaca [27]. Clinic,
prezice debutul, ajutdnd interventii precum diureticele care scad PH. Integrarea cu senzori
sau dosare medicale electronice ar permite prognoza in timp real, imbunatatind triajul ATI
in comparatie cu modelele statice. Din punct de vedere educational, scenariile interactive
predau dinamica Starling; graficele modelului aratd modificarile inundatiilor, depasind
diagramele. Simplu, dar extensibil, se potriveste atat incepatorilor, cat si cursantilor
avansati; NetLogo open-source se adapteaza la programele de invatamant. Limitari:
presupune o permeabilitate constantd, oxigenarea si SDRA; necesita validare clinica [27] -
lucrari viitoare: addugarea de agenti, permeabilitate variabild, tratamente si integrarea
datelor pentru personalizare. Colaborarea cu medicii si oamenii de stiintd din domeniul
datelor poate imbunatati utilitatea ATI.

3. MODELAREA DINAMICII DE SISTEM iN STIINTA COMPLEXITATII:
APLICATII iN MEDICINA DE TERAPIE INTENSIVA CU FOCUS PE
SISTEMUL CIRCULATOR UMAN

Intersectia dintre stiinta complexitatii si teoria sistemelor in medicind, in special
terapia intensivd

Stiinta complexitatii (SC) si teoria sistemelor (TS) au transformat medicina, depasind
reductionism pentru a aborda interactiunile holistice din unitatile de terapie intensiva (UTI).
SC considera sistemele biologice si de asistentd medicald ca sisteme adaptive complexe
(SAC) cu dinamica neliniard, emergenta, adaptare si autoorganizare [28]. In UTI, acest
lucru se aplica unor afectiuni precum sepsisul, unde mici perturbatii se amplifica prin bucle
de feedback in insuficienta organicéd [29]. UTI in sine este un SAC care implica pacienti,
furnizori, tehnologie si resurse [30].

TS completeazi SC cu cadre pentru bucle de feedback, limite si schimburi. In UTI,
modeleaza interactiuni precum setarile ventilatorului in SDRA. Integrarea SC si TS
utilizeaza metrici precum entropia pentru a detecta deteriorarea timpurie [7].

Paradigmele de modelare includ modelarea bazata pe agenti (MBA) si modelarea
dinamicii sistemelor (MDS). MBA simuleaza emergenta de jos in sus cu agenti individuali,
potrivita pentru personalul din ATI sau pentru raspunsurile imune. MDS, de sus in jos si
agregat, utilizeaza stocuri, fluxuri si bucle pentru procese continue, calibrare si vizualizare
mai simple [31]. in ATI, MDS ajut la alocarea resurselor si la modelarea fiziologica [30].

Modelele cu parametri grupati (LPM) in MDS abstractizeaza sistemele in
compartimente, folosind analogi electrici pentru hemodinamica [32]. Gemenii digitali
creeaza replici virtuale pentru predictii personalizate in ATI, integrand SC pentru adaptare
[33].

Formalism matematic general in spatele modelarii dinamicii sistemelor

Modelarea dinamicii sistemelor (MDS) utilizeaza ecuatii diferentiale ordinare (ODE)
pentru a simula sisteme cu feedback, intarzieri si neliniaritati [34].

16



Stocurile evolueaza prin:

ds
Py Inflow — Outflow,

integrat ca: S, = S, + fot(lnflow — Outflow)dt.

Feedback pozitiv, la fel ca cresterea populatiei (cresterea, este):

dp

— =rP,
ac

cu rezolvare prin P, = Pye’.

Feedback negativ stabilizeaza, de exemplu:

aT
E = —k(T — Tset)-

Forma spatiu-stare pentru sisteme multivariabile:

x = Ax + Bu, y = Cx + Du.
Neliniaritdatile apar in modele precum Lotka-Volterra:

dx

_ & _s
priniin: Bxy, =éxy — vy,

dt

toate rezolvate numeric prin metode Euler sau Runge-Kutta.

(3.1)

(3.2)

(3.3)

(3.4 &3.5)

(3.6 &3.7)

Sistemul circulator exemplifica MDS. Stocurile reprezintd volume de sange; fluxurile
denota transferuri. Feedback-ul include pozitiv (stimulare simpaticd) si negativ (reflex

baroreceptor).
Ecuatii stoc-flux:
dv
a = Fin — Foue
unde V este volumul si F denota fluxul.

Debit cardiac:
CO = HR x SV,

unde HR este frecventa cardiaca si SV este volumul-bataie.

Tensiunea arteriala:
BP = CO X TPR,
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unde CO este debitul cardiac si TPR este rezistenta periferica totala.

Ajustari ale baroreceptorilor:

AHR = f(BP — BPy,,). (3.11)

Modelele cu parametri agregati (LPM) impart hemodinamica in compartimente. MDS
poate simula patologii precum infarctul miocardic (IM) [35], poate testa interventii si poate
personaliza predictiile. Beneficiile includ vizualizarea interactiunilor, instrumente
educationale si asistentd pentru luarea deciziilor.

Integrarea MDS cu date in timp real si dezvoltarea de modele pentru sistemul
circulator

Integrarea MDS cu date in timp real poate Imbunatati precizia in unitatile de terapie
intensiva. Datele de la dispozitive portabile, senzori si dosare medicale electronice sunt
utilizate pentru a actualiza parametrii prin algoritmi de invatare automata, cum ar fi retelele
neuronale.

Tehnicile includ achizitia (de exemplu, ritm cardiac, tensiune arteriala, ECG),
procesarea (filtrare Kalman) si adaptarea (actualizare bayesiand). Infrastructura utilizeaza
platforme cloud (AWS) si API-uri pentru interoperabilitate.

Feedback-ul ofera tablouri de bord, alerte de hipotensiune arteriala si ajustari
personalizate, cum ar fi vasopresoarele. Provocarile includ confidentialitatea (HIPAA)
[36], validarea si instruirea.

Modelele dezvoltate in cadrul acestei cercetari in NetLogo [35, 37, 38] prezinta sase
compartimente, peste 30 de parametri si ecuatii dupa cum urmeaza:

1. Volum (segmente ventriculare, arteriale sau venoase):

% _ (PCi—1 B PCi) _ (PCi B PCi+1)

= 3.12

unde V este volumul, P este presiunea si R este rezistenta. Aceasta se aplicd la fiecare trei
compartimente formal consecutive (de exemplu, venele pulmonare, ventriculul sting si
aorta) si reprezintd aceste compartimente, dar si rezistentele dintre compartimente.

2. Presiune (vasculara):

P, =E, XV, (3.13)

unde E este elastanta, V este volumul si ¢; reprezintd compartimentul respectiv (adica
segmentul vascular).

3. Presiune ventriculara:
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P, = tve X E5, % (V, —Vy,)

+ (1 — tve) x PO, x (exp (4,(}, —V0,)) —1), (3.14)
unde tve reprezintd elastanta variabild in timp, E,g, este elastanta telesistolicd, V, este
volumul ventriculului stang, V,;  este volumul netensionat, PO, este presiunea cu Volum

zero, A, este curbura relatiei presiune-volum telediastolic si V0, reprezintd volumul cu
presiune zero.

Figura 3.1 ilustreaza schema dinamicii sistemului pentru ultima versiune a modelului,

prezentand sase compartimente (stocuri) reprezentand camerele inimii si segmentele
vasculare, peste 30 de parametri (rombe), influente (sdgeti subtiri) si fluxuri (sdgeti groase).

E _es I\r

I\t PO I\r

4: 4:
’&

<
R =
o)

= b &

(O
d IV c ‘Lambda rv
] |\r
‘\l’ﬂ v

Figura 3.1. Schema dinamicii sistemului pentru modelul creat. Patratele reprezinta
stocuri, iar rombele reprezinta alti parametri.

In Figura 3.1 literele majuscule indici un parametru specific: V — volum, E —
elasticitatea diferitelor compartimente ale sistemului (pentru ventricule — elastanta sistolica
finala), Lambda - curbura functiei relatiei presiune telediastolica-volum, VO — volumul la
presiune zero si PO — presiunea la volum zero, P — presiune, F — debit, R — rezistenta, El -
elastanta variabila in timp, HR — ritmul cardiac. Indicele denotd compartimente specifice
ale sistemului circulator: ao — aortd, vc — vena cava, sys — circulatia sistemica, tc — valva
tricuspidad, dv — ventriculul drept, pa — artera pulmonara, pv — venele pulmonare, th —
intratoracica, mt — valva mitrala.

Conditiile initiale (pentru scenariul ,,Normal”) sunt prezentate in Tabelul 3.1.
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Tabelul 3.1. Conditii initiale pentru model

Numele parametrului Notatie Valoare Unititi
Rezistentd sistemica Rgys 1.0889 mmHg +s - mL™t
Elastanta aortei Eg, 0.6913 mmHg - mL™*
Rezistenta arterei pulmonare Rpuim 0.018 mmHg - s -mL™*
Presiune intratoracica P,y -5 mmHg
Elastanta arterei pulmonare Epq 0.369 mmHg - mL™1
Rezistenta valvei mitrale R 0.0158 mmHg +s - mL™t
Rezistenta aortei Rao 0.018 mmHg +s - mL™t
Rezistenta valvei tricuspide Rie 0.0237 mmHg - s -mL™*
Rezistenta arterei pulmonare Ryq 0.0055 mmHg - s -mL™*
Elastanta telesistolicd a -

Lo E . ' !
ventriculului sting i 2.8798 mmHg - mL
VOIUI’.nl.ll ventricular sting V 0 mL
nesolicita v
Presu.me la \.]Ohfm Zero a PO, 0.1203 mmHg
ventriculului sting
Curbura relatiei presiune-volum
telediastolic pentru ventriculul Aw 0.033 mL™t
sting
Volurpul la presiune zero a Vo, 0 mL
ventriculului sting
Elastanta telesistolica a

L eSrp 0.5850 mmHg - mL™*
ventriculului drept
Volumul ventriculului drept

o P Var 0 mL
nesolicitate v
Presiune la volum zero in

. PO, 0.2157 mmHg
ventriculul drept
Curbura relatiei presiune-volum
telediastolic pentru ventriculul Ay 0.023 mL™t
drept
Voh'lmul ventriculului drept la vo,, 0 ml
presiune zero
Elastanta venelor pulmonare Epy 0.0073 mmHg - mL™1
Elastanta venei cave Eyc 0.0059 mmHg - mL™*
Volumul aortei Vao 150 mL
Volumul ventriculului stang Viw 120 mL
Volumul arterei pulmonare Voa 150 mL




Tabelul 3.1. Continuare

Numele parametrului Notatie Valoare Unititi
Volumul venelor pulmonare Vow 300 mL
Volumul ventriculului drept Vi 150 mL
Volumul venei cave Voe 4150 mL
Frecventa cardiaca HR 70 batdi pe minut

Figura 3.2 prezinta interfata cu utilizatorul a modelului, cu cursoare pentru ajustarea
parametrilor, monitoare pentru iesiri in timp real (de exemplu, volume, presiuni, volume-
bataie, debit cardiac) si grafice pentru dinamica temporald. Aceastd abordare sustine
simuldrile circulatorii in sanatate si boala, corelandu-se cu gemenii digitali.

Rezultatele simularii si analiza in infarctul miocardic

Simularile preclinice pot genera date (Tabelul 3.2) pentru tranzitiile de la normal la

infarctul miocardic.

Tabelul 3.2. O micé parte din rezultatele simularii

Presiune Debit Debit Volumul . Presiune
. . . . Presiune A
ventricul ventricol ventricol ventricol . in vena
N A aortica -
stang stang drept drept (mmHg) cava
(mmHg) (L/min) (L/min) (mL) g (mmHg)
69.24 4.14 4.14 96.68 91.25 481
70.32 4.14 4.14 96.54 91.20 481
71.42 4.14 4.14 96.36 91.16 4.81
72.52 4.14 4.14 96.13 91.11 4.81
73.65 4.14 4.14 95.87 91.07 481
74.78 4.14 4.14 95.58 91.02 4.81
75.93 4.14 4.14 95.26 90.97 4.81
77.09 4.14 4.14 94.92 90.93 4.81
78.26 4.14 4.14 94.54 90.88 4.82
79.45 4.14 4.14 94.15 90.84 4.82

21




Er —

setup 90 =
Pressures & Volumes over time V_lv mi P_lv mmHg
176 WP || 14717 11.5
' Ep_ao
o EPr_pa
‘?' P PR Pl Ev v V_rv ml P_ao mmHg
o / \ / \ / We | | 58288 72,2
E [ 100
2 / /f—\l Ev_rv P_rv mmHg P_vc mmHg
E Err 1.9 5.6
E \/ \/ . .
w
] f I.| -
g SV mlfbeat P_pa mmHg
=
=
o
]
i
n_

59,3 15.4
/ / CO ljmin
,P\ .‘?\ 4.15

10009‘8 99700003411 tiI'I'IE 102098 99700003411

1 tick = approx. 1.0 msec
e ——
—

Figura 3.2. Aspectul interfetei utilizator a modelului. Literele mari denota diferiti
parametri fiziologici: V — volum, P — presiune, SV — volumul-béataie, CO — debitul
cardiac, R — rezistenta, E — elastanti, Lambda — o functie care influenteaza
contractilitatea miocardica, HR — ritmul cardiac. Indicele denoti compartimente
specifice ale sistemului circulator (de exemplu, ao — aorti, lv — ventriculul sting etc.,
ca in Figura 3.1).

Aceste valori se aliniaza cu parametrii clinici, facilitind integrarea in sistemele de
asistenta decizionald. Figura 3.3 prezintd buclele presiune-volum (PV) pentru un pacient cu
infarct miocardic simulat, aratdnd contractia ventriculului stang (verde) si a ventriculului
drept (galben), indicand umplerea si ejectia afectate din cauza infarctului.



Pressure mmHg

Volume ml

Figura 3.3. Bucla presiune-volum la un pacient cu infarct miocardic simulat.
Culoarea verde indica ventriculul sting, iar culoarea galbena indica ventriculul

drept.

Pentru o evaluare integrativa a dinamicii sistemului, in aceasta cercetare se utilizeaza
complexitatea Kolmogorov-Chaitin (CKC). Asa cum se aratd in Figura 3.4, CKC scade
dupa infarct miocardic, semnaland o dinamica redusa.
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Figura 3.4. Complexitatea Kolmogorov-Chaitin in timp pentru un caz simulat de
infarct miocardic. Sdgeata neagra indica aparitia infarctului miocardic.
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Discutii si directii viitoare pentru MDS in modelarea sistemului circulator

Pornind de la modelele cu trei compartimente [37], aceasta versiune granulara permite
simulari mai detaliate. NetLogo BehaviorSpace poate fi utilizat pentru generarea de date
scalabile pentru integrare clinica.

Dezvoltarile viitoare vor include achizitie in timp real, procesare ML, asistentd
decizionala si respectarea confidentialitatii.

MDS poate elucida mecanismele MI pentru ingrijirea personalizata la ATI [39].
Provocarile includ complexitatea si validarea; sinergiile Al pot spori precizia. Directiile
pentru dezvoltarea viitoare ar trebui sd se concentreze pe extensii multi-sistem si studii
clinice.

4. ABORDARI DE MODELARE HIBRIDA iN MEDICINA DE TERAPIE
INTENSIVA: INTEGRAREA DINAMICII SISTEMULUI SI A MODELARII
BAZATE PE AGENTI PENTRU SIMULARI FIZIOLOGICE iMBUNATATITE

Modelarea hibrida in medicina si terapie intensiva

Modelarea hibrida, combindnd modelarea dinamicii sistemelor (MDS) si modelarea
bazata pe agenti (MBA), a revolutionat medicina de terapie intensiva (ATI) prin abordarea
simularilor fiziologice complexe. MDS utilizeaza bucle de feedback si ecuatii diferentiale
pentru a modela fluxuri la nivel macro, cum ar fi circulatia sdngelui sau alocarea resurselor.
In acelasi timp, MBA simuleazi interactiunile la nivel micro intre agentii autonomi,
surprinzand comportamente emergente, cum ar fi raspunsurile celulare si variabilitatea
individuala a pacientilor. Aceasta integrare depaseste limitele metodelor individuale: MDS
poate simplifica excesiv fenomenele emergente, in timp ce MBA poate fi intensiva din
punct de vedere computational, fira constrangeri la nivel macro. in ATI, modelele hibride
pot modela interactiunile multifatetate dintre sistemele fiziologice, interventiile medicale si
factorii de mediu, permitdnd analize predictive pentru ingrijire personalizata, cum ar fi in
sepsis sau gestionarea ventilatorului.

Infiintandu-se la inceputul anilor 2000 cu aplicatii in epidemiologie, modelele hibride
s-au extins la ingrijirea acutd. MDS poate gestiona dinamica fluidelor si ratele metabolice,
in timp ce MBA modeleaza inflamatia celulard, permitand predictii multiscalare in setari
dinamice de ATI. De exemplu, in sistemul cardiovascular, MDS poate simula reglarea
tensiunii arteriale, in timp ce MBA surprinde comportamentul celulelor endoteliale,
imbunatatind astfel predictiile starii de soc. Vizualizarea este un beneficiu cheie,
reprezentarile spatiale ale MBA facand procese complexe, cum ar fi recrutarea alveolara in
SDRA, accesibile clinicienilor si educatorilor. Provocdrile includ complexitatea
computationald, deoarece sincronizarea pasilor de timp continui ai MDS cu evenimentele
discrete ale MBA necesita platforme avansate precum AnyLogic sau NetLogo [40].
Validarea este complexd din cauza datelor limitate la nivel micro, amplificand
stoc-flux MDS cu regulile MBA necesita algoritmi personalizati [41]. In ciuda acestora,
hibrizii pot excela in monitorizarea in timp real, cum ar fi combinarea hemodinamicii MDS
cu dinamica imund MBA in sepsis pentru a imbunatati predictiile disfunctiei multi-organ.
In pandemii, acestea modeleazi ocuparea paturilor (MDS) si riscurile de contagiune
(MBA), informand triajul. Integrarea datelor din dosarele medicale electronice sustine
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MDS, dar 1i lipsesc intrarile MBA la nivel micro, necesitand recuperarea valorilor lipsa,
care risca sa genereze erori.

Hibrizii pot permite testarea pe scenarii in ATI, unde studiile sunt adesea nefezabile,
cum ar fi in ingrijirea materno-fetald, simuland transferul de oxigen cu fluxuri MDS si
schimburi placentare MBA. Provocdrile legate de scalabilitate apar pe masura ce numarul
de agenti creste, necesitdnd calcul de inaltd performanta, iar constrangerile etice limiteaza
datele fetale, necesitand utilizarea unor seturi de date animale sau istorice [42]. Beneficii
precum acuratetea predictivd, vizualizarea si colaborarea interdisciplinard depasesc
provocarile, directiile viitoare incluzand invatarea automata pentru reglarea parametrilor.
Acest cadru pregateste terenul pentru aplicatii specifice, cum ar fi interactiunile materno-
placentar-fetale.

Cadrul modelului: Integrarea MDS si MBA pentru simularea interactiunilor
materno- placentar-fetale

Modelul hibrid MDS-MBA dezvoltat in cadrul acestei cercetari vizeaza interactiunile
materno-placentar-fetale, concentrandu-se pe livrarea de oxigen fetal (FDy,), esentiala in
ATI obstetricald, unde monitorizarea fetala directd este limitata [43]. MDS valorifica
hemodinamica materna masurabila (de exemplu, tensiunea arteriald, debitul cardiac) pentru
fluxurile la nivel macro, in timp ce MBA vizualizeaza miscarea eritrocitelor la nivel micro
si difuzia oxigenului prin placenta.

Natura duala a placentei - fluxuri continue si interactiuni celulare discrete - o face
potrivita pentru modelarea hibridd. MDS utilizeaza EDO-uri pentru volume, presiuni si
fluxuri de oxigen, in timp ce MBA introduce stochasticitate pentru a tine cont de difuzia
eterogend. Implementatd in NetLogo cu solutii MDS, interfata dispune de selectori de
scenarii (de exemplu, sarcind normald, anemie maternd), grafice pentru dinamica
circulatorie maternd/fetald, monitoare numerice pentru debitul cardiac si ferestre MBA care
prezinta schimbul de oxigen placentar cu gradienti de culoare (rosu pentru eritrocite,
albastru pentru oxigen).

Figura 4.1. prezenta interfata modelului. Selectorul de scenarii (zona din stinga sus)
indica faptul ca scenariul este ,,Normal/Test”. Cu monitoarele (in mijloc) care afiseaza
valori numerice, regiunile de reprezentare grafica de sub selector demonstreazd dinamica
sistemelor circulatorii ale mamei (graficul superior) si ale fatului (graficul inferior) in timp.
Placenta este reprezentata in fereastra centrald, in timp ce livrarea de O a fatului este afigata
in fereastra din dreapta. Parametrii modelului pot fi ajustati folosind glisoarele inferioare:
placenta si fatul (volumul placentei, ritmul cardiac fetal etc.) sunt in dreapta, in timp ce
corpul mamei (parametrii circulatori, hemoglobina, saturatia de oxigen etc.) este in stanga.

Cursoarele permit ajustari ale parametrilor in timp real, de exemplu, simularea
actualizarilor debitului MBA si MDS pentru hipotensiunea materna, sustinand utilizarea
clinicd si educationald. Structura MDS interconecteaza subsistemele matern, fetal si
placentar: stocurile (patrate) reprezintd volume, auxiliarele (rombe) denota
elastanta/rezistenta, cu notatii precum V_Iv pentru volumul ventricular stang.
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Figura 4.2. Schema dinamica a sistemului modelului: sistemele circulatorii ale
mamei (1), fatului (2) si placentei (3). Patratele reprezinta stocurile, in timp ce
rombele arata alte caracteristici. Un anumit parametru este indicat cu majuscule,
cum ar fi V pentru volum, E pentru elastanta etc.
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MBA se integreaza liber la nivelul placentei: fluxurile MDS bazate pe scenarii
informeaza influxul de agenti. [44]. Aceasta extinde hibridele medicale anterioare,
concentrandu-se pe nise fiziologice ATI, cum ar fi medicina fetald, spre deosebire de
modelele operationale [45, 46]. Beneficiile includ predictii clinice ale suferintei fetale si
explorarea educationala a efectelor anemiei.

Fundamente matematice si computationale ale modelului hibrid

Modelul utilizeaza EDO cu parametri grupati pentru MDS. Partea maternd a
circulatiei este descrisa prin ecuatii similare cu ecuatiile 3.1 péana la 3.14, descrise in
capitolul anterior.

Aceste ecuatii se extind la sistemul fetal, tindnd cont de structurile paralele si de
fiziologia fetala (de exemplu, rezistente mai mici, ritmuri cardiace mai mari). Placenta leaga
cele doua prin compartimente suplimentare care modeleaza spatiile interviloase si vasele
ombilicale. Placenta este modelatd folosind EDO bazate pe un transportor Michaelis-
Menten cu doud compartimente. Parametrii acestui submodel pot fi, de asemenea, ajustati
folosind cursoarele din interfata cu utilizatorul.

Calculul livrarii de oxigen (DO, sau FD,,) incorporeaza aceastd hemodinamicd cu
parametrii de oxigenare:

DO, =CO x 1.34 x Hb x S,0,, (4.1)

unde CO este debitul cardiac (L/min), Hb - hemoglobina (g/L) si S, 0, este saturatia arteriala
a oxigenului (prin curba de disociere a oxihemoglobinei), iar constantele tin cont de
oxigenul legat.

Simuldri bazate pe scenarii: Explorarea dinamicii fiziopatologice

Scenariile simuleaza conditiile de ATI obstetricala. Normal: parametrii fiziologici
(Hb 120 g/L, ritm cardiac 80 bpm) au un randament stabil. Anemie materna: Reducerile Hb
la 90 g/L provoaca o scadere de ~ 15%, depasind pragul de hipoxie (80 ml/min).
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Figura 4.3. Aportul de oxigen al fatului in conditii normale (a) si anemie materna
(b). Linia rosie reprezinta limita hipoxiei fetale.
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Figura 4.4. Aportul de oxigen al fatului in (a) scenariul Abruptio Placentae si (b) o
contractie uterina tipici. Linia rosie reprezinta limita hipoxiei fetale.

Contractii: varfurile periodice de presiune provoaca scaderi tranzitorii, critice in

starile compromise. Scenariile complexe (insuficientd cardiacd, anemie, anestezie)
evidentiaza necesitatea interventiilor.
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Figura 4.5. Regiunea verde si monitorul inferior indica livrarea de oxigen fatului:
Scenarii de (a) patologie complexa si (b) anestezie. Linia rosie reprezinta limita
hipoxiei fetale.

Rezultatele se valideaza in functie de valorile de referinta (normal FD,,= 100-200
ml/min), sustinand planificarea clinicd si analizele educationale de tip ,,ce-ar fi daca”.

Aplicatii in practica clinici, contexte educationale, limitiri si perspective de
dezvoltare

Aplicatiile acestui model hibrid acopera domenii clinice, educationale si de cercetare
in terapia intensiva. Clinic, acesta serveste drept prototip pentru sistemele de asistentd
decizionala, simuland scenarii specifice pacientului pentru a prognoza si ghida interventiile.
Pentru anemie, modelarea pragurilor de hemoglobina informeaza transfuziile; in cazul
abrupio placentae, poate prezice cronologiile de deteriorare pentru momentul interventiei

chirurgicale. Integrarea cu DME-urile ar putea permite intrari in timp real, acoperind
lacunele in datele fetale.
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Din punct de vedere educational, functiile interactive permit explorarea efectelor
parametrilor, de exemplu, presarcina, imbunatatind intelegerea interactiunilor complexe. in
instruirea ATI, evenimentele rare sunt simulate 1n siguranta.

Limitarile includ simplificari: modelele cu parametri agregati rateaza gradientii
spatiali; Modelarea ventilatiei este absentd, afectand acuratetea in cazul detresei
respiratorii; ipotezele privind valvele ignora regurgitarea.

Directiile viitoare includ validarea clinicd, addugarea de detalii intravasculare si
invatarea automatd pentru personalizare. Estimarea CKC [47] din parametrii accesibili
(hemodinamicd maternd, ritm cardiac fetal) este similard cu cea din Figura 4.6 pentru
decolarea placentei (CKC-albastru, FD,,-rosu), promitdnd o monitorizare neinvaziva.

60
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Figura 4.6. Livrarea de oxigen catre fat in decolarea de placenti, notata cu linia
rosie, iar linia albastra reprezinta complexitatea Kolmogorov-Chaitin, care este
aproximati pe baza datelor clinice disponibile. Sageata rosie indica timpul de
impact.

Gemenii digitali in terapie intensiva

Gemenii digitali creeaza replici virtuale ale pacientilor, actualizate cu date in timp
real, extinzand modelele hibride pentru personalizarea ATI. In insuficienta respiratorie,
acestia simuleaza mecanica pulmonard [48]; 1n obstetricd, pot estima din inputuri
materne/fetale. Aplicatiile includ suport decizional si optimizarea fluxului de lucru [49].
Beneficii: acuratete predictiva, vizualizare si antrenament pentru evenimente rare [33, 50].
Provociri: complexitate computationald, integrare a datelor, confidentialitate si validare
[51]. Progresele viitoare implica reglarea Al, proxy-uri CKC si sisteme standardizate in
retea pentru Ingrijire rezilienta.

29



5. DE LA MEDICINA TRADITIONALA LA PARADIGME
COMPUTATIONALE: ABORDARI BAZATE PE COMPLEXITATE PENTRU
DIAGNOSTIC SI PROGNOSTIC iN CONDITII CRITICE

Diagnostic si prognostic medical: urmarirea evolutiei din cele mai vechi timpuri
péana in epoca actuald

Se poate compila o lista de descoperiri cheie care au imbunatatit ingrijirea pacientilor.
Majoritatea acestor descoperiri au imbunatatit In cele din urma acuratetea diagnosticului,
primul pas catre vindecarea unei boli. La randul sau, diagnosticul are si el o istorie lunga:
de la abordarea empirica la o abordare mai structurata care utilizeaza metode logice si chiar
matematice (de exemplu, diagnostic bazat pe cunostinte, diagnostic bazat pe reguli, sisteme
logice fuzzy, sisteme bazate pe ontologie, diagnostic bazat pe modele, diagnostic bayesian,
rationament cauzal pentru diagnostic etc.). Una dintre adaugirile relativ recente la aceasta
listd este utilizarea Invatarii automate/inteligentei artificiale (ML/IA) pentru diagnostic
[53]. Din punct de vedere medical, monitorizarea parametrilor fiziologici, a indicilor de
laborator si a metodelor radio- si ultrasonografice sunt exemple de metode si instrumente
traditionale care obiectiveaza starea clinicd a pacientului. Toate aceste metode au o
rezolutie specificd, iar unele modificari se situeazi sub acest prag. in acest context,
abordarile care detecteazd modificéari fiziopatologice subtile ar fi utile, ducand la un
diagnostic mai precoce sau la o predictie a starii pacientului, care in acest caz reprezinta un
diagnostic ,,anticipat” [52]. Acesta, fiind unul dintre elementele cheie ale cercetarii actuale,
este prezentat in Figura 5.1.
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A Detectare
o
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© detectare clinica
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I s,
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Figura 5.1. Diagnostic si prognostic: rolul conceptual al analizei predictive bazate pe
inteligenta artificiala asupra progresiei bolii. Adaptat dupa [52].
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Aspecte ale invitarii reprezentirii, stiintei complexititii si invatarii automate,
relevante pentru domeniul de cercetare

Multe seturi de date moderne sunt multidimensionale. Numarul mare de caracteristici
poate face dificila vizualizarea si intelegerea datelor. Pentru a rezolva aceastd problema, se
poate utiliza invatarea reprezentarii. Unele dintre aceste metode sunt mai vechi, cum ar fi
analiza componentelor principale (PCA) si analiza discriminanta liniara (LDA). in schimb,
altele sunt mai noi si neliniare, cum ar fi maparea izometricad (Isomap), Incorporarea
stocastica a vecinilor distribuita pe t (t-SNE) si Incorporarea spectrala (SE).

Abordarile complexititii joacd, de asemenea, un rol in cercetare, inclusiv in domeniul
medical. Una dintre cele mai comune metrici aici este entropia lui Shannon (H) sub diferite
arome [54]. Dar valoarea unei astfel de metrici este pusa sub semnul intrebarii de cercetari
recente, iar in schimb este propusa complexitatea Kolmogorov-Chaitin [55].

In ceea ce priveste tehnicile de invitare automata (ML), utilizarea lor in medicina
reflectd utilizarea lor in alte domenii ale practicii umane si se poate observa o mare
diversitate a acestor tehnici utilizate in diagnostic si tratament.

Prognostic medical folosind invitarea automata in epilepsie si sepsis

Datele din literatura de specialitate aratd ca detectarea sau prezicerea precoce a
sepsisului poate reduce timpul de administrare a antibioticelor, iar interventia timpurie, la
randul sau, s-a dovedit a reduce mortalitatea la acest grup de pacienti [56]. ML/IA céstiga
teren in abordarea acestor probleme [57]. O situatie similara se observa in cazul crizelor
epileptice, unde se asteaptd ca aplicatiile ML sd prezica atacuri de epilepsie neanuntate,
crescand siguranta pacientilor [58].

6. DE LA DATE BRUTE LA PERSPECTIVE ACTIONABILE: RECUPERAREA
DATELOR, METRICI DE COMPLEXITATE SI iNVATAREA REPREZENTARI
DATELOR PENTRU APLICATII DE TERAPIE INTENSIVA

Seturi de date utilizate in prezenta cercetare. Recuperarea valorilor lipsa

in acest studiu sunt utilizate trei seturi de date: (a) ,,Set EEG Epileptic” [14]; (b) ,.Set
EEG Non-Epileptic/Sanatos” [59]; si (c) ,,Set Sepsis” [13], iar rezumatul acestora este
prezentat in Tabelul 6.1.

Tabelul 6.1. O prezentare generala a seturilor de date utilizate in cercetare

Set (a) — semnale Set (b) - semnale Set (c) — date
Caracteristicile EEG intracraniene EEG 5i ECG de la multimodale
datelor de la subiecti subiecti sianéitosi de la pacienti

epileptici in ATI
Numar de 4 caini si doi oameni 36 de voluntari 40366 — pacienti
cazuri in setul cu crize epileptice sanatosi care au (2932 cu sepsis si
original (total — 8002 subseturi) | promovat un test 37434 cu alte
aritmetic patologii)
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Tabelul 6.1. Continuare

Set (a) —semnale EEG | Set (b) - semnale Set (c) — date
Caracteristicile intracraniene de la EEG si ECG de la multimodale
datelor subiecti epileptici subiecti sanatosi de la pacienti
in ATI
Serii temporale Serii temporale 40 de parametri
Formatul multivariate ca multimodale fiziologici ca
datelor unui caz semnale EEG de la multivariate, cum serii temporale
electrozi intracranieni | ar fi EEG si EKG, multimodale
cu o frecventa de cu o frecventa de condensate in
esantionare de 400 — esantionare de 500 ferestre orare
5000 Hz Hz
Dimensiunile si 113,62 GB 175 MB 242 MB,
formatul setului ,,.mat” ,.edf” - PSV”
de date original
Dimensiunile 7,67 MB (.mat) 1285 - 3883 KB 2-55 KB (.psv)
unui subset/caz 11,2 MB (.csv) (.edf) 5-38 KB (.csv)
Parametri/varia | Semnale EEG de la 15 | Semnale EEG de la 40 de parametri
bile — 24 electrozi 20 de electrozi si (semne vitale,
un derivat EKG de laborator,
demografie)
Particularitati Clipuri/segmente EEG Clip EEG de 60- Rata valorilor lipsa
ale setului de 10 minute, fara 180 de secunde, pana la 80,9%
valori lipsa fard valori lipsa
Problema Predictie/clasificare in Invatare a Predictie a
rezolvata in (a) segment EEG reprezentarii (a) riscului ridicat
cadrul tezei normal vs de sepsis vs
(b) preictal (b) Risc scazut de
sepsis

Nota: ,,.mat” — format de date in MATLAB, ,,.edf” - format de date european, ,,.psv” - valori
separate prin bare verticale

Deoarece datele despre sepsis contin valori lipsd inainte de a fi utilizate pentru ML,
acestea trebuie recuperate. Conform cercetarii curente, o tehnicd care combina filtrarea
Kalman cu algoritmii de invatare automata s-a dovedit a fi cea mai eficientd metoda pentru
recuperarea datelor in acest set particular [60]. Aceasta abordare utilizeaza filtrarea Kalman
pentru coloane cu cel putin trei valori care nu lipsesc si modele liniare generalizate pentru
recuperarea datelor atunci cand toate valorile dintr-o coloana lipsesc. Filtrul Kalman
utilizeaza un model de filtrare discret bazat pe modele dinamice si de masurare gaussiene
liniare. Urmatoarea este o descriere a elementelor de baza ale acestei abordari, cu elemente
de control optim si modele liniare dinamice, ca in [61].

Tehnica de filtrare Kalman este utilizatd pentru a estima starile din sisteme dinamice
liniare sub forma de spatiu de stari si ofera estimari ale variabilelor necunoscute, date fiind
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observatiile 1n timp. Conform acestui model, starea evolueaza dupa cum urmeaza de la t —
1la t:

Xe = FXe_q + Bug_1 + we_q, (6.1)

unde F este matricea de tranzitie a starii, estimata, folosind vectorul de stare anterioara x,_,,
B este matricea de control-intrare aplicata vectorului de control u,_,, si w este vectorul de
zgomot al procesului care se presupune a fi gaussian cu medie zero cu covarianta Q, adica
we_1~ N(0,Q).

Legéatura dintre stare si masurare la pasul de timp curent ¢t este descrisd de modelul
de proces in conjunctie cu modelul de méasurare ca:

z; = Hx + v, (6.2)

unde z, este vectorul de masurare, H este matricea de masurare si v, este vectorul de zgomot
al masurdrii care se presupune a fi gaussian cu medie zero cu covarianta C, adicd
v~ N(0,C) .

Avand in vedere estimarea initiala x,, secventa masuratorilor z,, z, ..., z; si sistemul
definitde F, B, H, Q si C, sarcina filtrului Kalman este de a oferi o estimare a x, la momentul
t. De obicei, @ si C sunt parametri reglati pe care utilizatorul 1i poate modifica pentru a
obtine performanta dorita.

Algoritmul filtrului Kalman consta in doi pasi: (1) predictie si (2) actualizare si poate
fi descris dupa cum urmeaza:

Predictie (pasul 1):
Estimarea starii prezise X7 =FX, + Bu,_, (6.3)
Calcularea covariantei erorii prezise Pr=FPf +FT+Q (6.4)

Actualizare (pasul 2):

Estimarea reziduului de masurare Ve =z, — HX[ (6.5)
Calcularea céstigului Kalman K, =P HT(R+ HP HT)™! (6.6)
Actualizarea estimarii starii = 2+ K (6.7)
Actualizarea covariantei erorii P = -KH)P], (6.8)

unde operatorul ,,palarie” denotd o estimare a unei variabile. Astfel, X este o estimare a x.
Superscripturile ,,-” si ,,+” denotd estimarile prezise (anterioare) si respectiv actualizate
(posterioare).

Implementarea software utilizata pentru recuperarea datelor in aceasta cercetare este
pachetul ,,imputeTS” din R si extinde algoritmul descris mai sus (adicéd Ec. 6.1 pana la 6.8)
prin aplicarea netezirii Kalman la modelele de serii temporale structurale.

Algoritmul propus in scopul recuperdrii datelor in coloane cu toate valorile lipsa
reprezintd un model liniar generalizat (GLM) disponibil pe platforma H20 [62].

Dependenta dintre variabila de raspuns si vectorul de covariate este modelatd ca o
functie liniara prin tehnica Gaussiana (in spatele GLM):

y=x"B+B+ € (6.9)
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unde B este vectorul de parametri, 3 , denota intersectia cu originea, iar € este o variabila
aleatorie gaussiand care reprezintd zgomotul din model, € ~ N(0, a2).

Modelul este estimat prin maximizarea log-verosimilitatii peste vectorul de parametri
pentru datele observate. Prin rezolvarea urmatoarei optimizari de verosimilitate cu
regularizarea parametrilor, GLM utilizat in acest studiu se potriveste modelului:

nl}%x (GLM Log - likelihood — Regularization Penalty). (6.10)
PO

Suma ponderatd a normelor £1 (parametrul minim de contractie absolutd) si £2
(regresia crestei) ale vectorului de coeficienti este penalizarea de regularizare si este
exprimata dupa cum urmeaza:

1
A2(8) = 2 (allBly +5 (L = IBIB), (611)

unde a este parametrul retelei elastice, a € [0, 1] si A este un parametru de reglare, si nu
exista nicio penalizare pentru intersectie cu originea.
Sarcina de optimizare privind observatiile poate fi descrisa dupa cum urmeaza:

N 1 ,
> tog £ 5.0 = A(adllBll, +5 1 = BIE). (6.12)

Masina de amplificare a gradientului (GBM), oferita de aceeasi platforma H20 [62],
a fost algoritmul cu cele mai bune performante in etapa finald de invatare automata (ML).
R este limbajul de programare utilizat in aceastd parte a studiului actual, iar mai multe
pachete din acelasi mediu sunt utilizate pentru o varietate de sarcini pe parcursul studiului.
Reprezentarea grafica si interactiunea cu platforma H20 ML se realizeaza in acelasi limbaj
si mediu.

Tabelul 6.2. Coeficienti de regresie liniara pentru parametrii de interes (pentru
recuperarea datelor)

Parametru

pentru Intersectie | Coeficient (Parametru)

recupcrare

FC 89.4392 | 3.2658 (PAD) | 3.2980 (Resp) | -2.3973 (Varstd)
0-Sat 97.4894 -0.2305 (FC) 0.1840 (PAS) -0.4954 (Resp)
Temp 37.2479 0.1233 (FC) 0.0720 (PAS) | -0.1001 (Varsta)
PAS 123.6418 | 1.6593 (Temp) | 11.7255 (PAD) 0.6840 (Resp)

PAD 61.4999 25176 (FC) 6.8117 (PAS) | -3.7355 (Varsta)
Resp 20.3789 0.9001 (FC) | -1.0138 (OzSat) | 0.3220 (Temp)
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Nota: Acestia sunt coeficientii pentru recuperarea valorii lipsd (FC - frecventa cardiaca;
O,Sat - saturatia de O2 in sange; Temp - temperatura corpului; PAS si PAD - presiunea
arteriala sistolica si diastolica; Resp - frecventa respiratorie). Pe baza mai multor teste,
acesti parametri s-au dovedit a avea cea mai mare valoare predictivd pentru modelul final
creat in studiu.

Ciclul de procesare a datelor despre sepsis din acest studiu include mai multe procese,
cum ar fi recuperarea valorilor lipsa, si Incearca sa ofere seturi de date adecvate pentru
invatarea automata.

Algoritmii de Invatare automata sunt utilizati in aceasta cercetare la diferite etape, in
doua scopuri distincte: (a) pentru recuperarea valorilor lipsa (adica GLM-uri) si (b) pentru
construirea modelului final de predictie a sepsisului (in aceasta etapa, au fost experimentati
mai multi algoritmi, iar acest lucru este descris in sectiunile urmatoare). Urmatoarea este o
descriere a principalilor pasi de procesare, prezentati intr-o diagrama asemanatoare
Standardelor Consolidate de Raportare a Studiilor Clinice (CONSORT) (Figura 6.1).
Aceasta aratd dimensiunile rezultate ale seturilor de date dupa ce valorile lipsa sunt
recuperate folosind trei metode si transmise algoritmilor de invatare automata.

Original data

Data sourse 20336 patients/ subsets

40 features
I
v
~
Preprocessing 787 subsets Excluding subsets with artifacts
excluded (inputting errors, eq. malfunct., etc.)
/
¥

» Excluding septic subsets with

less than 7 observations
14510 subsets " '
excluded » Excluding non-sepsis subsets
with more than 7 consecutive
observ. with missing values Y,

.l v \ e
Missing LOCF/NOCB Custom Kalman Filtering
I " Technique / ML
values ;;S’;:lﬁ :;ilsl's Resulting set: Resulting set:
imputation P 30635 samples Y 28995 samples
AN AN AN
N hY ' N AR
Machine Train Test Train Test Train Test
. 24158 3118 27583 3052 26114 2881
learning

Figura 6.1. Fluxul de procesare a datelor in cercetarea actuali (diagrama
asemanatoare CONSORT).
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Concepte si instrumente de complexitate algoritmica in etapa de preprocesare

Un rol central in fluxul de procesare a datelor este atribuit estimarii Complexitatii
Algoritmice (Kolmogorov-Chaitin) (CKC) prin Metoda de Descompunere in Blocuri din
domeniul Dinamicii Informatiei Algoritmice [55]. De o importanta primordiald aici este
definitia complexitatii algoritmice (Kolmogorov-Chaitin sau a dimensiunii programului)
[55]:

K7(s) = min{|p|, T(p) = s}, (6.13)

adica lungimea celui mai scurt program p care produce sirul s, ruland pe o masina Turing
universala T.

Dinamica Informatiei Algoritmice (AID) este un domeniu emergent al stiintei
complexitatii bazat pe teoria informatiei algoritmice, care cuprinde literatura bazata pe
conceptul de complexitate Kolmogorov-Chaitin (CKC) si concepte conexe, cum ar fi
probabilitatea algoritmica, compresia, inferenta optima, distributia universald, semimasura
lui Levin si altele [55].

AID cauta solutii la intrebari fundamentale despre cauzalitate: de ce un anumit set de
circumstante duce la un rezultat specific. In acest aspect, difera de statistica traditionald. Ca
stiintd aplicatd, AID este un nou tip de calcul discret bazat pe programarea pe calculator si
care vizeaza studierea cauzalitatii prin generarea de modele mecanistice pentru a ajuta la
descoperirea primelor principii ale fenomenelor fizice, construind urmatoarea generatie de
invdtare automata [55].

In setul de instrumente AID, existd un instrument special pentru furnizarea de estimari
fiabile pentru functiile necalculabile, si anume calculatorul online de complexitate
algoritmica (OACC) [63], care oferd estimari ale complexitatii algoritmice si probabilitatii
algoritmice pentru siruri scurte si lungi si pentru tablouri bidimensionale mai bine decét
orice alt instrument traditional, niciunul dintre acestea neputdnd capta niciun continut
algoritmic dincolo de simple modele statistice. OACC utilizeazd metoda BDM (Metoda de
Descompunere in Blocuri), care se bazeaza pe probabilitatea algoritmica definita de metoda
teoremei de codare (CTM) [55, 63]:

BDM = Y-, CTM(block;) + log,(|block;]). (6.14)

OACC este disponibil ca versiune online [63], precum si ca pachete independente in R si
alte cateva limbaje, inclusiv limbajul Wolfram, si este utilizat pentru calculele din cadrul
lucrarii actuale. In aceasti etapd, fiecare fisier (subset) din date este un fisier ,,*csv” care
descrie fie variatiile tensiunii semnalului EEG pentru ,,n canale” pentru o durata de 10
minute (date EEG), fie valorile orare a 40 de parametri in cazul datelor de sepsis. Subsetul
EEG este desfasurat si se genereaza o matrice cu coloane reprezentand ,,n canale/ electrozi”
si randuri care denota observatiile variatiei semnalului EEG in timp pentru fiecare canal.
Tabelele 6.3 si 6.4 prezinta principalii pasi ai estimarii CKC din EEG, rezultatele fiind
reprezentate grafic ca serii temporale CKC (Figura 6.2) [64, 65]. Aceeasi abordare a datelor
de sepsis este ilustrata in tabelele 6.6 si 6.7.

36



Tabelul 6.3. Date EEG brute (ca matrice 16 x 16)

Chl Ch2 Ch2 Ch4 Ch5 Ch6 Ch7 Ch8-Ch15 Chlé6
-38 -13 9 -15 7 6 24 25
-45 -5 -2 -12 2 -1 17 21
-46 -11 -3 -14 2 2 16 17
-36 -21 -5 -16 7 9 16 20
-22 -23 -3 -20 13 16 8 17
-14 -16 3 -30 19 18 0 2

7 16 35 -26 -5 1 5 -20

Tabelul 6.3 prezinta tensiunea semnalelor EEG de la 16 electrozi (Ch, ca coloane), iar
randurile sunt observatii, iar Tabelul 6.4 este versiunea binarizata a acelorasi date (dupa
valoarea medie pe rdnd) in baza cérora este estimatd complexitatea Kolmogorov-Chaitin
estimatd a datelor respective, iar Figura 6.2 prezinta graficul CKC pentru doua clipuri EEG,
calculat asa cum este descris mai sus.

Tabelul 6.4. Date binarizate (dupa valoarea medie prag pe riand)

Chl Ch2 Ch2 Ch4 Ch5 Ch6 Ch7 Ch8-Chl5 Chl6
0 0 1 0 0 0 1 1
0 0 0 0 0 0 1 1
0 0 0 0 0 0 1 1
0 0 0 0 0 1 1 1
0 0 0 0 1 1 0 1
0 0 0 0 1 1 0 0
0 1 1 0 0 0 0 0

Complexitatea algoritmica Kolmogorov-Chaitin a matricei din Tabelul 6.4 este
373.5134 biti.

(bits)

complexity

KC

AC

Interictal Clip: Algoritmic Complexity

72000 4000 6000 8000 10000 12000 14000

(a)

(bits)

lexity

omE

Time

Preictal Clip: Algoritmic Complexity

Time

2000 4000 6000 8000 10000 12000 14000

(b)

Figura 6.2. CKC agregat in timp: (a) pentru un clip EEG ,jinterictal”/normal si (b)
pentru un clip ,,preictal”/pre-epileptic.
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Tabelul 6.5. Date originale despre sepsis (FC, PAS, PAD) ca matrice 3 x 3

FC 88 83 74.5
PAS 95.5 100.25 90.25
PAD 51 52 50.5
Tabelul 6.6. Date binarizate (folosind valoarea prag pe rand)
FC 1 1 0
PAS 1 1 0
PAD 0 1 0

Complexitatea algoritmicd Kolmogorov-Chaitin a matricei din Tabelul 6.6 este egala
cu 17.4911 biti.

Tabelele 6.5-6.6 exemplificd pasii pentru estimarea CKC pentru trei parametri
(frecventa cardiacd - FC, presiunile sistolica si diastolica - PAS si PAD) din datele despre

sepsis.
Tabelul 6.9. Formatul datelor despre sepsis utilizate pentru ML

ACl | AC2 [ V1| V2 | V3 | V4 | V5 | V6 | V7 | V8 | V9 | V10| VIl | V12 |Etich
17.213|17.166| 5 | 3.5 | -0.1 | 12 4 0 6 -2 [-0.05|-31.5| -7.5 | 3.5 0
18.980(17.232| 0.5| 0.5 |-0.05 9 95 |-35| -5 -1 [-025| 0 |-13.5( 45 0
15.942|17.019| 8 0 [-01]| 8 3 [-1.17( 9 0 0 -8 -8 |-1.16| 0
15.601{16.162| 3 0 |-0.06| 6.5 3 1.5 |-1.67| -2 |003|-47|-17| O 1
16.476(16.956| -4 | -1 | -0.7 | -2 -2 0 |-55 1 |-02|-11 |-21.5(-55| 1

Nota: ACI si AC2 prezintda CKC. V1 pana la V12 reprezintd diferentele dintre cele sase
valori ale parametrilor (FC, O2Sat, Temp, PAS, PAD si Resp) intre trei ore consecutive.
Eticheta: "0" - non-sepsis; "1" - sepsis.

Aplicarea metodelor de invatare a reprezentirii topologice la datele de cercetare

Metodele traditionale de invatare a reprezentérii (si anume, incorporarea liniara locala
(LLE), scalarea multidimensionalda (MDS), maparea izometrica (Isomap), Incorporarea
stocasticd a vecinilor t-distribuita (t-SNE), incorporarea spectrald (SE) etc.) au fost aplicate
datelor transformate din toate cele trei seturi de date din studiu. Figura 6.3 reprezinta un
exemplu de aplicare a Aproximarii si Proiectiei Uniforme a Varietatii (UMAP) la datele
EEG epileptice.
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Figura 6.3. Grafice de diagnostic UMAP ale incorporirii datelor EEG: colorare
RGB (in stinga) si dimensiuni locale (in dreapta).

Desi rezultatele au contribuit la imbunatatirea intelegerii datelor, acestea au produs
performante de clasificare relativ scazute.

Incorporarea de cuvinte, ca forma de invitare a reprezentarii pentru text, a oferit o
cale suplimentara pentru experimentare. Datele EEG au fost convertite in text si introduse
in mai multi algoritmi/modele (de exemplu, TF-IDF, Word2vec, fastText, BERT, BILSTM
[66]), rezultand o performanta buna de clasificare. Acest lucru este descris in sectiunile
urmatoare.

7. INVATARE AUTOMATA PE DATE PREPROCESATE. REZULTATE SI
DISCUTII

Etapele dezvoltarii sistemelor de invitare automati. Tehnici si algoritmi
implementati

Procesul de creare a unui model de Invatare automata este, in general, standard. Figura
7.1 descrie componentele si etapele procesului.

Antrenare, testare, validare si analizd comparativa a sistemelor dezvoltate

Date despre epilepsie

Tabelele 7.1 si 7.2 prezinta doua formate pentru datele EEG, transformate in text si
transmise catre o serie de algoritmi ML pentru sarcina de clasificare (adica, clip EEG
preictal sau interictal). Cel mai performant model antrenat pe date textuale obtinute prin
transformarea cifrelor valorilor CKC, rotunjite la unitati, in litere/cuvinte (de exemplu, 1-
"a", 2-"b", 3-"c¢", etc.; 123 -"abc", Tabelul 7.2) a fost Word2vec, iar parametrii acestui
model sunt descrisi in Tabelul 7.3. Principalele rezultate sunt prezentate in Figurile 7.2 si
7.3, cu un rezumat care include cele mai bune modele din fiecare clasa prezentat in Tabelul
7.4.
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Date Analiza eploratorie Scindare
Reprezentare date
brute P Train - Test

Preprocesare

Date Date
invatare
automata
Antrenament Evaluare
model model

Este
modelul
bun?

Sfarsit

Figura 7.1. Principalele elemente si etape in crearea unui sistem de invatare
automata.

Tabelul 7.1. Date pentru ML bazate pe abordarea TF-IDF

Cat | V1 | V2 | V3 | V4 | V5 |V6 | V7 |V8]|V9| V10| V1l | .. | V1100
0 |00]40|14]00]02]03|15]00]00]| 33 |-27]... 0.0
0 |00]19|00]| 00]00]00|00]00]00| 00| 00 |... 0.0
0 |00|14|00]| 00]00]00|00]00]00| 00| 0.0]-... 0.0
1 {00(53]06|-12]02(00]|00]00|19]| 00 | 40 | ... 0.0
0 |00]00|00| 00]00]00|00]00]00| 00| 00 |... 0.0

Tabelul 7.2. Date pentru ML bazate pe modele NLP

Cat | Text

1 chi dzi czd ded dbz cbh cid caz dba ded dgd dbe dce dzi dbd dae dbc dca dei ...

afc ahg aiz bii bbi ahi adz bai gh ee cea cez dde cii che cee bff bfb ctb ahi dzd ...

dai def ceb dde ciz cec dec dzc dfe ddh def dad dbh dbh dbd dee daf dea dda ...

dce chh cid dbc dbe dea dbf cha dfd deg dch dab dag chh dfa ddb dei dae dda ...

S| S| = @

ddi dei ddb ceg ded ddh dag dbz dfe dbg dga dbg ddf ddg ddg dga dez def dde ...

Noti: In ambele tabele, 7.1 si 7.2:,,0” - clip interictal, ,,1” - clip preictal
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Tabelul 7.3. Parametri utilizati in antrenarea modelului Word2Vec

Parametru Descriere Valoare
Dimensiune Numar de dimensiuni vectoriale 100
Fereastra Numar cuvinte context 5
Lucrétori Numér de fire paralele 4
Numdr minim Numdir minim de cuvinte 1
Model Tip model CBOW(/Skip-Gram
o o
s4 [ 3
!
!
{
o | § ©
= o = @
3 | s
9] | AUC: 0,966 (0.928-1.000) ] AUC: 0.670 (0.649-0.690)
o ) o
o { o
'
{
g1 | 3
)
|
o
10 08 06 04 02 0.0

1.0 08 06 04 02 0.0

1 - Specificity 1 - Specificity

Figura 7.2. Performanta (dupa AUC) a doui modele pe setul de testare C-2: in
stinga — modelul Word2Vec/GBM; in dreapta — modelul BERT.

Model loss vs accuracy

0.6 .
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00 02 04 08 028 1.0 001 . . : . .
0 2 4 & 8 10

FalsePositiveRate
epoch

Figura 7.3. Performanta a doud modele pe setul de testare C-2: in stinga — modelul
TF-IDF/GBM; in dreapta — modelul BiLSTM.
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Tabelul 7.4. Cele mai performante modele NLP antrenate pe date EEG din setul C-2.

Model Performanta modelului pe setul-test
Word2Vec (CBOW) AUC 0.968
Word2Vec (Skip-Gram) AUC 0.966

BERT AUC 0.670
BiLSTM Accuracy 0.891
TF-IDF Accuracy 0.922

Nota: CBOW — set continuu de cuvinte, AUC — aria de sub curba ROC

Modelul Word 2Vec antrenat pe un set de date combinat (adica, de la cainele 1 si
cainele 2) si clasificatorul construit pe datele cainelui 1 au aratat o performanta si mai mare
(dupa AUC): 1,00 pe setul de teste cdinele 1 si 0,98 pe setul de teste cdinele 2. Clasificatorul
construit pe cdinele 2 cu aceasta abordare ,,combinata” pe setul de teste cdinele 2 a avut o
performanta similara cu cea din Tabelul 7.4, dar cand a fost testat pe setul de teste céinele
1, a furnizat o AUC de numai 0,51.

Date despre sepsis
Rezultatele ML pe datele despre sepsis sunt prezentate in Figura 7.4 si Tabelul 7.5.

Sepsis set: ROC Analysis for 4 algorithms

1.0

1 e e
= @ @

True Positive Rate

o
M

0.0

0.4 O.Iﬁ D:S 1.0
False Positive Rate

Figura 7.4. Curbe ROC ale patru algoritmi (DNN, GBM, GLM, DRF).

0.0 0.2

Din Figura 7.4, este evident ca modelul cu cea mai bund performanta este GBM
(Gradient Boosting Machine), urmat de DRF (Distributed Random Forest). In acelasi timp,
GLM (Generalized Linear Model) si DNN (Deep Neural Network) sunt aproape
echivalente in acest sens. O imagine mai detaliatd a performantei este prezentata in Tabelul
7.5 de mai jos.
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Tabelul 7.5. Performanta celor 4 algoritmi/modele ML

GBM DRF GLM DNN
Model\ Cross- Test Cross- Test Cross- Test Cross- Test
Metrici validare | (95% CI) | validare | (95% CI) | validare | (95% | validare | (95%
(sd) (sd) (sd) CI (sd) CI

Aria de sub 0.953 0.827 0.684 0.539
curba ROC (8(9)(7);‘) (0.944 — (8(9)38) (0.812 - (8(7)%) (0.667- (8(7)22) (0.530-
(AUC) ’ 0.961) ’ 0.843) ’ 0.700) ’ 0.547)

Sensibilitat 0.892 ((?992442 0.753 ((?'665835 0.820 ((())88351 0.768 ((?ggz
ensibilitate ot 095 = -BU= 704
(0.010) 0.956) (0.021) 0.715) (0.035) 0.855) (0.064) 0.985)

0.964 0.970 0.537 0.101
Specificitate (833;) (0.955 - (8(9)12) (0.961 — (8(5)42‘?) (0.515- (8?12) 0.088 —
) 0.972) ) 0.977) ) 0.559) ) 0.115)

0.957 0.882 0.628 0.372
Acuratete (8(9)3461) (0.949 — (8383) (0.869 — (8858) (0.610- (8828) (0.354—
) 0.964) ) 0.893) ) 0.646) ) 0.390)

Precizie 0.934 0.921 0.809 0911 0.443 0.446 0.489 0.328
(PPV)) (0.015) (0.902 — (0.029) (0.886 — (0.013) (0.422— (0.062) (0.310-
) 0.938) ) 0.931) ) 0.470) ) 0.346)

Nota: Performanta este prezentatd atat pentru validarea Incrucisata, cat si pentru setul de
testare (validare internd). sd — deviere standard, CI — interval de incredere.

O comparatie intre cele mai performante modele dezvoltate in studiul actual si
sistemele cu performante ridicate descrise in literatura de specialitate este prezentatd in
tabelele 7.6 (date EEG) si 7.7 (date sepsis).

Tabelul 7.6. Performanta comparativa a modelelor dezvoltate pe acelasi set de date EEG

Referinte/ 2014 Kaggle Usman | Ibrahim A.K. etal. | Modele din studiu (bazate
Metrici Competition S.etal. (2023) pe CBOW Word2vec)
(primele 10 (2021) (95% CI)
rezultate)
0.94 -C-1
ROC AUC 0.78 - 0.82 - - 0.97 — dog 2
e 0.81 £0.02 (C-1) 1.00 (0.86 - 1.00) - C-1
Sensibilitate - 0.94 1.00 (C-2) 0.98 (0.87-1.00) — C-2
. 0.91 (0.79 - 0.98) — C-1
Specificitate - 0.96 - 0.96 (0.86-1.00) — C-2
0.94 (0.86 - 0.98) — C-1
Acuratete - - ) 0.97 (0.91-0.99) — C-2
Rata fals _ . 0.08 £0.02 (C-1) 0.082 — C-1
pozitiva 0.04 +£0.03 (C-2) 0.038—-C-2
Raport de
e 1125 (4.41-28.67) — C-1
probabilitate - - - 24.4(6.27-94.97) - C2
pozitiv
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Tabelul 7.6. Continuare

Referinte/ 2014 Kaggle Usman | Ibrahim A.K. etal. | Modele din studiu (bazate
Metri . Competition S. etal. (2023) pe CBOW Word2vec)
ctrct (primele 10 (2021) (95% 1)
rezultate)
Raport de
. 0.00 - C-1

Eg%l;?ibvﬂltate - - - 0.02 (0.00-0.17) — C=2
Valoare

are | 0.86 (0.67-0.96) — C-1
ggezﬁiitlicvﬂga - - - 0.95 (0.84-0.99) — C-2
Valoare

NS 1.0 (0.91-1.00) — C-1
predictiva - - - 0.98 (0.89-1.00) — C-2
negativa

Nota: C-1 si C-2 - seturile de date parvenite de la cainii 1 si 2. CI - interval de incredere.

Tabelul 7.7. Metrici comparative ale mai multor sisteme de predictie a sepsisului

Metrics 2019 Challenge Ghidul sepsis 2021 Sistemul creat
(primele 5 rezultate) (95% CI) (95% CI)
AUC 0.83-0.87 0.89 (0.86 - 0.92) | 0.95(0.94 - 0.96)
Acuratete 0.79-0.90 - 0.96 (0.95 - 0.96)
Sensibilitate 0.65* 0.81(0.80-0.81) | 0.94(0.92-0.96)
Specificitate 0,88%* 0.72(0.72-0.72) | 0.96 (0.96 - 0.97)

* Performanta modelului castigdtor. CI - interval de incredere.

Asa cum se aratd in tabelele de mai sus, sistemele create, in cazul datelor
EEG/epilepsie, au performante comparabile sau mai bune decét cele raportate n literatura
de specialitate [67, 68]. In cazul sepsisului, sistemul creat prezintd performante mai mari
fatd de o sursa ,,credibila” de comparatie, si anume ,,Ghidul international pentru gestionarea
sepsisului si socului septic” din noiembrie 2021 [69], unde rolul potential al Invatarii
automate, care ,,poate imbunatati performanta instrumentelor de screening”, este mentionat
oficial pentru prima data.

Cu toate acestea, este logic sa se evite predictiile excesiv de optimiste pana cand
sistemele nu vor fi utilizate pe scara larga in contexte clinice, tinand cont de orice provocari
tehnice care ar putea fi acum neprevazute.

Aplicatii software bazate pe modelele dezvoltate in studiul actual

Cele mai performante modele au fost integrate in cinci aplicatii software. Interfetele
grafice cu utilizatorul (GUI) pentru doud dintre acestea sunt prezentate in continuare:
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Figura 7.5. GUI a aplicatiei pentru analiza EEG bazati pe complexitatea
Kolmogorov-Chaitin si modelul NLP/Word2vec.

Utilizarea acestei aplicatii Incepe cu incércarea unui fisier ,,.mat” cu semnale EEG,
care poate fi convertit in ,,.csv”, pe care se pot aplica mai multe instrumente: reprezentarea
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grafica a EEG pe 16 canale pentru un subsegment, extragerea unui canal de interes,
estimarea CKC, afisarea graficelor WordCloud si cu bare pentru cele mai frecvente cuvinte,
afisarea primilor 25 de vectori pentru aceste cuvinte etc. (Figura 7.5).

ISAAC Sepsis Expert-2.1.2

Expert How to use this application

Case/Patient ID patient 001 : Gangrene

patient 001 ‘
) Entered data:
Patient diagnosis Timing HR 025at Temp SBP DBP Resp
1 -1 hour 69 100 36.6 98 81 17
Gangrene 2 -2 hours 62 100 36.6 92 47 15
3 -3 hours 71 97 37.7 185 S5a 13
p
Verify and submit d

Parameters value for last 3 hours
Sepsis Risk Evaluation

1 hour ago
69 ‘ ‘ 100 | ‘ 36.6 | . .
‘ Low Sepsis Risk
Systolic BP Diastolic BP Respir. Rate
‘ 28 ‘ ‘ 81 | ‘ 17 |

2 hours ago

Heart Rate 5202 Tempature
‘ 62 ‘ ‘ 100 | ‘ 36.6 |
Systolic BP Diastolic BP Respir. Rate
| 52 L [ s |

3 hours ago

Heart Rate Sa02 Tempature
7 ‘ ‘ 97 | ‘ 377

Systolic BP Diastolic BP Respir. Rate
105 54 13

Display data

Powered by ISAAC-MED:

Figura 7.6. Interfata grafica a aplicatiei pentru predictia timpurie a sepsisului
(ISAAC-Sepsis-Expert-2.1.2): introducerea datelor pacientului si obtinerea
rezultatului predictiei.
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Aplicatia solicita introducerea valorilor a 6 parametri (FC, saturatie O,, temperatura,
PAS, PAD si frecventa respiratorie) timp de trei ore consecutive, iar pe baza acestor
informatii, poate prezice riscul de sepsis cu un orizont de 4 ore, care este afisat (risc scazut
sau ridicat).

Cinci aplicatii, inclusiv cele descrise mai sus, sunt disponibile online:
https://viapascurta.shinyapps.io/ISAAC EEG NLP 2 1/
https://viapascurta.shinyapps.io/ISAAC EEG 1 2 2/
https://viapascurta.shinyapps.io/ISAAC_sepsis_demo/
https://viapascurta.shinyapps.io/Sepsis_ISAAC new 2 1/
https://github.com/viapascurta-tech/Palmyra_med_sepsis_app

8. MODELE DE LIMBAJ MARI SI SISTEME MULTI-AGENT iN TERAPIA
INTENSIVA: IMBUNATATIREA MANAGEMENTULUI SEPSISULUI

Fundamentele Modelelor de Limbaj Mari, Generarea Augmentati prin
Recuperare si Sistemele Multi-Agent in Terapia Intensivi

Integrarea inteligentei artificiale (IA) in unitatile de terapie intensiva (UTI) a
revolutionat procesul decizional clinic, in special in sepsis, o afectiune care pune viata in
pericol, caracterizata printr-un raspuns disreglat al gazdei la infectie, care duce la disfunctii
organice. Modelele de limbaj mari (LLM), cum ar fi GPT-4, Gemini si Palmyra Med,
utilizeaza arhitecturi bazate pe transformatoare pentru a procesa date secventiale, permitand
intelegerea, generarea si rationamentul limbajului natural. Aceste modele exceleaza in
sintetizarea informatiilor medicale complexe din dosarele electronice medicale (DME),
semnele vitale si notele narative, ceea ce este esential pentru decizii rapide, bazate pe
dovezi, in UTI.

Modelul transformatorului utilizeazd mecanisme de autoatentie [70], calculand
scorurile astfel:

. (QK T)
Attention(Q,K,V) = softmax | — |V, (8.1)

Jax

unde Q, K, si V sunt matricele de interogare, cheie si valoare, iar dj, este dimensiunea cheiei.
Aceasta surprinde dependentele pe termen lung din text, esentiale pentru datele din unitatile
de terapie intensiva, cum ar fi baza de date MIMIC-IV [71].

Modulele de monitorizare a datelor (in baza LLM) ajustate fin isi actualizeaza starile
ascunse h, = tanh (W, [h,_;x] + by), integrand atentia asupra secventelor temporale ale
modelului pentru sarcini precum diagnosticul diferential, unde sepsisul se suprapune cu
afectiuni precum sindromul de detresa respiratorie acuta (SDRA).

Cu toate acestea, LLM-urile se confrunta cu provocari, inclusiv halucinatii - generand
informatii plauzibile, dar incorecte - si acces limitat la cunostinte actualizate sau
proprietare, critice in unitatile de terapie intensiva, unde ghidurile precum Campania de
supravietuire a sepsisului evolueaza rapid. Generarea augmentatd de recuperare (GAR)
abordeazd acest lucru prin recuperarea dinamicd a datelor externe, incorporarea
interogarilor si documentelor intr-un spatiu vectorial partajat folosind modele precum

BERT [72]. Similitudinea cosinusului, cos () = ”qﬁ'_‘lild”, preia fragmente relevante,
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https://viapascurta.shinyapps.io/ISAAC_EEG_NLP_2_1/
https://viapascurta.shinyapps.io/ISAAC_EEG_1_2_2/
https://viapascurta.shinyapps.io/ISAAC_sepsis_demo/
https://viapascurta.shinyapps.io/Sepsis_ISAAC_new_2_1/
https://github.com/viapascurta-tech/Palmyra_med_sepsis_app

imbunatatind acuratetea factuala pentru sarcinile de sepsis, cum ar fi recomandarile de
antibiotice bazate pe modele locale de rezistentd [73]. GAR reduce povara parametrica
asupra LLM-urilor prin descarcarea stocdrii cunostintelor catre baze de date externe,
sporind fiabilitatea in medii cu mize mari.

Sistemele multi-agent (MA) extind capacitatile LLM prin descompunerea sarcinilor
complexe in agenti colaboratori, fiecare gestionand subsarcini precum diagnostice sau
recomandari de terapie. Modelate ca procese decizionale Markov (MDP), agentii urmeaza
politici pentru a optimiza recompensele comune. n unititile de terapie intensiva, sistemele
MA imita echipe multidisciplinare, cu agenti pentru diagnostic, terapie si conformitate cu
ghidurile, aliniindu-se cu cadrele de invétare prin consolidare actor-critic. Cu toate acestea,
esecurile, asa cum sunt clasificate de Taxonomia Esecurilor Sistemelor Multi-Agent
(MAST) a lui Cemri si colab. [74], includ probleme de specificare (de exemplu, solicitari
ambigue, FM-1.1), nealiniere inter-agenti (de exemplu, deraierea sarcinii, FM-2.3) si
esecuri de verificare (de exemplu, incetarea prematura, FM-3.1). In sepsis, acestea ar putea
duce la intarzierea administrarii antibioticelor, cresterea mortalitatii sau nerespectarea
protocoalelor, cum ar fi pachetul de o ora [69].

Computational, sistemele MA sunt formalizate ca MDP-uri descentralizate partial
observabile (Dec-POMDP), unde politicile comune maximizeaza recompensele asteptate:

Z ytrt|7r], (8.2)
t=0

unde E este speranta matematica a recompensei, y reprezintd un factor de actualizare si 1,

V(n) =E

este recompensa primiti la pasul de timp ¢, si unde politica fiecirui agent 7 (s) selecteazi
actiuni intr-o anumiti stare s, optimizand o functie de recompensa partajati. in sepsis,
recompensele ar putea penaliza Intdrzierile In resuscitarea fluidelor sau initierea
vasopresoarelor, informate de scorurile SOFA.

Modelele de limbaj mari specializate, cum ar fi Palmyra Med, proceseaza prompturi
augmentate de GAR folosind baze de date vectoriale precum ChromaDB, reducand astfel
halucinatiile. Unitatile de terapie intensiva genereaza date vaste de la monitoare si
laboratoare, coplesind medicii. Pentru a ajuta in acest sens, GAR integreaza ghiduri, in timp
ce sistemele MA distribuie sarcinile.

Printre provocari se numara confidentialitatea datelor in cadrul HIPAA [75], abordata
prin invatarea federata, si prejudecatile care exacerbeaza disparitatile in rezultate [76].

Sistemele MA pot simula fluxurile de lucru din unitatile de terapie intensiva, cu agenti
pentru alertare, rationament si verificare. Integrarile viitoare ar putea combina LLM-urile
cu IA simbolicd, impunédnd constrangeri logice pentru a permite o gestionare precisa a
sepsisului si a aborda ratele ridicate de mortalitate (20-30% [77]).

Generare augmentati prin recuperare pentru sarcini specifice domeniului
Aceastad sectiune valideazd GAR printr-un studiu de caz non-medical, oferind un
model pentru aplicatii ATI, cum ar fi gestionarea sepsisului.

Studiu de caz: Implementarea generarii augmentate prin recuperare (GAR) pentru
raspunsuri specifice domeniului [78]
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LLM-urile exceleaza la sarcini generale, dar se luptd cu cunostintele specifice
domeniului, in special in domenii precum filosofia managementului, care necesita referinte
textuale precise. Acest proiect pilot din 2024 a dezvoltat un sistem GAR pentru o carte cu
50 de intrebari de autoevaluare, traduse din rusd in engleza, folosind instrumente open-
source: LangChain [9], ChromaDB [80], Llamalndex [81], GPT-3.5 Turbo [82], UMAP si
evaluarea Triad. Studiul a testat capacitatea GAR de a face legatura intre LLM si cunostinte
specializate.

LLM-urile risca halucinatii in cazul interogarilor care necesitd texte specifice (de
exemplu, temperaologie). Ipoteze testate:

* Pot instrumentele open source sé construiasca un sistem GAR eficient?
* Cat de precise sunt raspunsurile?
Provocirile au inclus
* gestionarea textului filosofic abstract,
* asigurarea Incorporarilor semantice,
* evaluarea relevantei si
* echilibrarea eficientei.

Sistemul GAR a segmentat textul (256 de caractere), 1-a incorporat (de exemplu, all-
MiniLM-L6-v2) si l-a stocat in baze de date vectoriale (Figura 8.1). Variantele au inclus
Sentence Window (Llamalndex), ChromaDB (similaritate cosinus) si Auto-Merging
(structura arborescentd). Interogarile au recuperat top-k chunk-uri pentru solicitarile GPT-
3.5 (Figura 8.2). UMAP a vizualizat incorporarile, confirmand apropierea semantici
(Figura 8.3). Triad a evaluat relevanta contextului, fundamentarea si relevanta raspunsului.
Performanta aplicatiei in diferite variante este prezentatd in Tabelul 8.1.

ICARCARE DATE = DIVIZARE =) | INCORPORARE = | DEPOZIT VECTORIAL
O LR R

EBI P | i5| ‘ ; [0.1,0.3, 0.01, ...]
! [0.2,0.7, 0.05, ...]
— L : £ [0.8,0.2,0.04, ...]

[ 8| i .
A L. §o=ao|
[0.1,0.3,0.01, ...] -
== [0.2,0.7, 0.05, .. ] -
Ei [0.8, 0.2, 0.04, ...] o =

Figura 8.1. Stabilirea depozitului vectorial.
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| \ .
| \

Figura 8.2. Fluxul de date in timpul generarii raspunsului.

-6 - G

| PROMPT | | LLM |

(b) Are there any contradictions between
Temperology and Systems theory?

What is Temperology from the point of
view of systems approach?

Figura 8.3. Doui intrebari sau interogiri: proximitatea (indicind similaritatea)
interogarii (cruce rosie) si datele obtinute (cercuri verzi).

Tabelul 8.1. Performanta aplicatiei in diferite variante

Aplicati Relevantd | Relevantd Funda- Latenta Cost
plicafie raspuns context mentare | (secunde) | (SSUA)

GAR bazat pe Sentence 0.804 0.760 0.107 6.10 | 0.003

Window Retrieval

GAR bazat pe

ChromaDB 0.897 0.865 0.240 3.10 0.002

GAR bazat pe abordarea

Auto-merging (imbinari 0.846 0.529 0.621 37.84 0.006

automate)

Variantele GAR au depasit LLM-urile neaugmentate, raspunzand corect la interogari
precum ,.elemente ale structurii temperologice a personaliatii” (trei elemente). Expertii au
evaluat rezultatele ca fiind ,,acceptabile”.

50



Similitudinea cosinusului cu ChromaDB a avut performante bune in cazul textelor
filosofice. Fundamentalitatea scazuta sugereaza abordari hibride. Limitari: Set de date mic,
nuante de traducere. Puncte forte: Fezabilitate open-source, vizualizare UMAP. Implicatii:
GAR se extinde la gestionarea sepsisului in ATI, ghiduri de fundamentare pentru reducerea
erorilor.

Generare augmentata prin recuperare in medicina si terapie intensiva

GAR integreazd recuperarea cu generarea LLM, incorporarea textului in vectori si
recuperarea prin similaritate cosinus. Variantele includ Naive, Advanced (cu optimizari
precum ferestre glisante) si Modular GAR. In unitatile de terapie intensivi, GAR poate
prelua date din dosare electronice de sanatate (DSE) si PubMed pentru sepsis, abordand
eterogenitatea si confidentialitatea datelor prin abordari federative. Reduce erorile in
contexte cu miza mare, ancorand dozarea antibioticelor in protocoale [3] si personalizand
terapia pe baza istoricului pacientilor. Printre provocari se numara latenta, recuperarea
incompleta si erorile de identificare a sursei. Aplicatiile includ interogarea MIMIC-1V [2]
pentru ghiduri, Incorporarea semnelor vitale pentru predictie si utilizarea recuperarii hibride
pentru a Imbunatati precizia. Directiile viitoare includ GAR adaptiv, ajustarea pragurilor de
recuperare si GAR multimodal pentru imagini (de exemplu, radiografii toracice in
pneumonie-sepsis).

Sisteme multi-agent bazate pe inteligentd artificiald pentru gestionarea
sepsisului in terapia intensiva
Sepsisul, cu o mortalitate de 20-30%, necesita interventii rapide, deoarece intarzierile

cresc mortalitatea cu 7-9% pe ord [3]. Modelele de limbaj mari cu GAR atenueaza
halucinatiile; sistemele MA distribuie sarcinile prin intermediul unor cadre precum
CrewAl, simuland echipele de terapie intensiva. Doua studii de caz evalueazd MA-GAR in
sepsis.

Studiu de caz: Sistem multi-agent pentru gestionarea initiald a sepsisului in
pneumonie — o dovada de concept [83]

Sepsisul in pneumonia dobandita in comunitate poate necesita recomandari rapide
fara rezultate ale culturii (caz MIMIC-IV ID 10420760: femeie in varstd de 86 de ani,
hipotensiune arteriald, leucocite 41.100/mm?3).

Un sistem cu trei agenti (Palmyra-Med 70B, CrewAl) a inclus agenti pentru
gestionarea sepsisului, recomandarea antibioticelor si respectarea ghidurilor. GAR a utilizat
ChromaDB pentru a revizui literatura/ghidurile privind sepsisul (Figurile 8.4 si 8.5). Vinieta
de intrare (Tabelul 8.2): Diagnostic: Sepsis cauzat de pneumonie; Date demografice:
Femeie, 86; Signale vitale: FC 76, TA 103/49, etc.; Istoric: BPOC, diabet.
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Figura 8.4. Modulul de generare augmentata prin recuperare in sistemul MA
pentru sepsis.

O
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management antibiotice

Context
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vinieta Agent conformitate
cu ghidurile

LLM
(Palmyra- —  Comunicare inter-agent/ proces de rationament
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management cu ghidurile
Instrumente

(GAR)
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— Baze de date
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= = referitoare la sepsis
Output/Recommendations _/

Figura 8.5. Arhitectura si fluxul de date ale sistemului multi-agent creat.

Tabelul 8.2. Vinieta clinica a unui caz de sepsis

Sectiunea vinietei Descriere

Diagnostic Sepsis cauzat de pneumonie

Demografie Femeie, 86 de ani

VSemne vitale: FC 76 respiratii pe minut, TA 103/49 mmHg, FR 22 rpm,
saturatie O2 in snge 90%, temperatura 37,2°C

Constatari de laborator: | Leucocite 41.100/mm3 (41,1 x 109 celule/L), glicemie 225
mg/dL (12,5 mmol/L), uree 13 mg/dL (0,72 mmol/L)
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Tabelul 8.2 (continuare)

Sectiunea vinietei Descriere

Antecedente medicale: | Boala pulmonara obstructiva cronica, fibrilatie atriala,
diabet zaharat de tip 2 fara complicatii, hipotiroidism
Comentarii speciale: Cinfectie pulmonara dobandita in comunitate

Recomandari:  antibiotice cu  spectru larg, resuscitare fluidd; beta-
lactamica/macrolidd; alinierea ghidurilor cu ajustari (Figurile 8.6). Evaluarea TruLens:
Relevanta raspunsului 0,87, fundamentarea variabila (Figura 8.7). Expertii au evaluat
rezultatele ca fiind ,,acceptabile” (kappa = 0,622).

Literature-based sepsis management recommendations

Early administration of antibiotics is crucial in sepsis management, especially in patients
with suspected infections and systemic inflammatory response syndrome criteria. In the
case of sepsis due to pneumonia in an 86-year-old female with multiple comorbidities,
including COPD and diabetes, prompt antibiotic therapy is essential. Considering the
patient’'s condition, a broad-spectrum antibiotic covering typical pathogens in pneumonia
should be initiated promptly. Close monitoring for clinical response and adjusting therapy
based on culture results is recommended. Additionally, supportive care to stabilize vital
signs and manage comorbidities is vital in improving outcomes for this patient. Regular
reassessment and collaboration with a multidisciplinary team are key in providing
comprehensive care for this complex case.

Antibiotic recommendations

Tailoring empiric therapy for pulmonary infections, particularly Community-Acquired
Pneumonia (CAP), should involve considering local microbial resistance patterns and
individual patient factors. For CAP, initial empiric therapy may include a combination of a
beta-lactam antibiotic like ceftriaxone or cefotaxime with a macrolide such as
azithromycin. Alternatively, monotherapy with a respiratory fluoroquinolone like
levofloxacin can be considered, especially for patients with beta-lactam allergies. In cases
where there is a risk of MRSA or Pseudomonas aeruginosa, adding vancomycin or
linezolid for MRSA and piperacillin-tazobactam, cefepime, or meropenem for
Pseudomonas coverage may be necessary. It is crucial to adjust therapy based on local
antimicrobial resistance data to ensure effective treatment.

Compliance with sepsis and septic shock management guidelines (2021)

Prompt initiation of broad-spectrum antibiotics in sepsis is crucial, but de-escalation
based on clinical improvement and culture results is recommended to prevent
unnecessary therapy. Tailoring empiric therapy for pneumonia should consider local
resistance patterns and patient factors to ensure effective treatment. To achieve
compliance, consider the following suggestions: To enhance compliance with
recommendations, ensure prompt initiation of broad-spectrum antibiotics for suspected
pneumonia in the elderly patient with comorbidities. Tailor therapy based on local
resistance patterns, consider beta-lactam/macrolide combination or fluoroquinolone for
Community-Acquired Pneumonia. Adjust treatment according to culture results and
collaborate with a multidisciplinary team for comprehensive care.

Figura 8.6. Recomandari generate de sistemul MA.
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Figura 8.7. Rezultatele evaluarii

Sistemul a demonstrat utilitate in sepsisul incipient, stabilind rezultatele pentru a
minimiza halucinatiile. Este necesard o rafinare rapida din cauza acordului scazut dintre
LLM si expert. Limitari: Caz unic, dependentd de vinietd. Viitor: Validare mai ampla,
integrare 1n timp real.

Studiu de caz: Extinderea sistemelor multi-agenti pentru gestionarea sepsisului in
cazuri multiple — abordarea halucinatiilor si scalabilitatii [84, 85]

Acest studiu a extins MA-GAR la 10 cazuri diverse de sepsis (8 din MIMIC-IV si
doud din literatura de specialitate), inclusiv pneumonia, fasciitd necrozantd si sepsis
genitourinar, concentrandu-se pe scalabilitate si atenuarea halucinatiilor.

A fost utilizata aceeasi arhitectura cu trei agenti, cu GAR pe ChromaDB (Figurile 8.4,
8.5).

Recomandarile au fost aliniate cu ghidurile (de exemplu, Cazul 1: Fasciitd necrozanta
- vancomicind/piperacilind-tazobactam, interventie chirurgicald; Cazul 2: PC - beta-
lactaméa/macrolida; Cazul 3: Genitourinar - ceftriaxond). Exemple de intrari/iesiri: Vinietele
au detaliat semnele vitale/istoric; rezultatele au inclus gestionare personalizata, antibiotice
si sugestii de conformitate. TruLens pentru 8 cazuri: Impamantare 0-1,0, relevanta
raspunsului in mare parte 1,0, relevanta contextului 0,17-1,0; latente 1,6-8s, costuri 0,0018-
0,0042 USD (Tabelul 8.3). Au fost observate discrepante LLM-umane (Figura 8.8). Au
aparut halucinatii (de exemplu, ,,stare mentala alterata” nejustificata, Figura 8.9).
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Figura 8.8. Rezultatele evaludrii cu evaluatori umani si 0 metoda programatica.

Tabelul 8.3. Rezultatele evaluarii (prin TruLens utilizind GPT 3.5 Turbo LLM)
pentru opt cazuri de sepsis din setul de date MIMIC IV

Fun- Rele- Rele- | Scor Laten-
Aspect ID caz danen- | vantd | vantd | me- ta To- Cost
tare ras- con- | diu (sec.) | kene | ($ US)
puns text
10015860 0.67 1.0 0.5 0.72 6.1710 | 2250 | 0.0035
10020786 0.83 0.67 0.83 0.87 2.9235 | 1523 | 0.0023
10003400 0.17 1.0 0.33 0.5 3.2468 | 2111 | 0.0032
Manage-
mentul 10007818 0.33 1.0 0.83 0.72 2.3929 | 2013 | 0.0031
sepsisului 10019003 0.0 1.0 0.33 0.44 29718 | 1842 | 0.0028
10037861 1.0 1.0 0.5 0.83 | 2.3054 | 2100 | 0.0032
10039708 1.0 1.0 0.5 0.83 | 3.2108 | 2099 | 0.0032
10035631 0.67 1.0 0.67 0.78 | 3.1925 | 2277 | 0.0035
10015860 1.0 1.0 0.67 0.89 | 3.0643 | 1196 | 0.0018
10020786 1.0 1.0 1.0 0.78 1.7908 | 1352 | 0.0020
10003400 1.0 1.0 0.83 0.94 | 22315 | 1177 | 0.0018
Recoman- 10007818 0.67 1.0 0.5 0.72 1.6274 | 1180 | 0.0018
dare 10019003 1.0 1.0 0.83 0.94 3.7456 | 1461 | 0.0023
antibiotice | 10037861 | 0.67 1.0 1.0 | 089 | 1.6986 | 1351 | 0.0021
10039708 0.67 1.0 1.0 0.89 2.4183 | 1351 | 0.0021
10035631 1.0 1.0 1.0 1.0 4.7168 | 1337 | 0.0020
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Tabelul 8.3. Continuare

Caz 1: sepsis cauzat
de fasciitd necrozanta
a piciorului

Caz 2: sepsis cauzat
de pneumonie
comunitara

Caz 3: sepsis de
origine genitourinard

Caz 4: sepsis cauzat
de peritonitd

Caz 5: sepsis cauzat
de infectie pulmonara
(pneumonita)

Caz 6: sepsis cauzat de
pneumonie asociata
ventilatorului

Caz 7: sepsis cauzat de
pneumonie asociati
ventilatorului

Caz 8: sepsis cauzat
de infectie sangvina
(datorata catet. venos)

Caz 9: sepsis cauzat
de fasciitd necrozanta
a cotului

Caz 10: sepsis cauzat
de infectie urinard

Fun- Rele- Rele- | Scor | Laten-
Aspect ID caz danen- | vantd | vantd me- ta To- Cost
tare ras- con- diu (sec.) | kene | ($ US)
puns text
10015860 0.67 1.0 1.0 0.89 | 3.2020 | 2085 | 0.0032
10020786 0.30 1.0 0.67 0.68 4.842 | 2564 | 0.0040
. 10003400 0.42 1.0 0.5 0.64 | 8.0827 | 2363 | 0.0037
Complian-
ta cu 10007818 0.33 1.0 0.17 0.5 3.0649 | 2501 | 0.0038
e . 10019003 0.0 1.0 0.5 0.5 3.6458 | 2410 | 0.0037
ghidurile
10037861 0.71 1.0 0.33 0.68 3.1804 | 2584 | 0.0040
10039708 0.33 1.0 0.5 0.61 4.1364 | 2683 | 0.0042
10035631 0.33 1.0 0.83 0.72 3.5101 | 1757 | 0.0028
Palmyra Med 70B GPT 3.5 Turbo GPT 40 mini

Ccs MR AR cs

Figura 8.9. O prezentare generali a problemelor legate de rezultatele a trei LLM-
uri, oferind in acelasi timp recomandari pentru tratamentul sepsisului (doui cazuri

din literatura de specialitate si opt din MIMIC 1IV).
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Réndurile reprezinta cazuri de sepsis, in timp ce rezultatele a trei LLM-uri (Palmyra
Med 70B, GPT 3.5 Turbo si GPT 4o small) sunt afisate in coloane. MR reprezinta
recomandari de gestionare, AR - recomandari privind antibioticele, iar CS respectarea
Ghidurilor din 2021. Portocaliul indica prea multe informatii (cum ar fi cele care nu sunt
necesare pentru gestionarea cazurilor), in timp ce rosu sugereaza halucinatii.

Extensia a imbunatatit scalabilitatea si a redus halucinatiile prin GAR, dar
supravegherea umana este criticd. Limitari: Esantion mic, bazat pe viniete. Viitor: Studii
mai mari, integrare multimodald. MA-GAR sporeste precizia in gestionarea sepsisului in
ATI, deschizand calea pentru inovatie.

CONCLUZII GENERALE*

1. Scopul general - dezvoltarea de metode inteligente, algoritmi si software bazate pe
stiinta complexitatii pentru Tmbunatatirea diagnosticului precoce, a predictiei si a
gestionarii afectiunilor critice precum sepsisul si epilepsia in terapie intensiva - a fost atins
cu succes. Aceasta rezolvd o problema stiintifica complexd de importantd majora:
modelarea, predictia si gestionarea dinamicii neliniare, emergente, multiscalare in unitatile
de terapie intensiva, unde abordarile reductioniste esueaza adesea, ducand la interventii
intarziate si la o mortalitate mai mare. Teza integreaza modelarea bazata pe agenti, dinamica
sistemului si modelarea hibridd; preprocesarea complexitatii Kolmogorov-Chaitin;
invatarea reprezentirii; invatarea automatd; si sistemele multi-agent bazate pe LLM in
instrumente practice, conectand stiinta teoretici a complexititii cu nevoile clinice, in
special In medii cu resurse limitate, cum ar fi Moldova. Printre limitari se numara
dependenta de modele simulate, necesitatea validarii clinice prospective si provocarile
legate de scalabilitate [39, 40, 52, 69, 90, 92, 102, 278, 292, 380, 381,398, 399, 400].

2. Primul obiectiv — stabilirea unui cadru stiintific al complexitatii pentru terapia
intensiva, distinct, dar legat de teoria sistemelor, cu accent pe sepsis si epilepsie — a fost
indeplinit pe deplin in Capitolul 1, oferind fundamente conceptuale care stau la baza tuturor
lucrérilor ulterioare. Limitari: profunzimea interdisciplinara poate fi o provocare pentru
neexperti; numarul limitat de publicatii anuale specifice ATI evidentiaza necesitatea unor
studii empirice suplimentare. [292, 380, 381].

3. Al doilea obiectiv - aplicarea modelarii bazate pe agenti (ABM) pentru a simula
comportamente emergente, exemplificate de edemul pulmonar cardiogen - a fost realizat
pe larg in Capitolul 2 prin intermediul unei implementari NetLogo cu sensibilitate validata.
Comparativ cu lucrdrile ABM anterioare (de exemplu, An si colab., 2017), aceasta
avanseaza integrarea in timp real si detectarea tiparelor bazate pe complexitate. Limitari:
simplificari ale modelului, cerinte computationale si cerinta validarii datelor clinice.[63, 66,
69, 92, 387, 394].

4. Al treilea obiectiv - utilizarea modelarii dinamicii sistemelor (SDM) pentru
dinamica feedback-ului circulator si infarctul miocardic - a fost indeplinit temeinic in
Capitolul 3, incorporand date in timp real catre gemenii digitali. Comparativ cu studiile
SDM anterioare, aceasta contribuie la feedback multiscala specific ATI prin intermediul
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stiintei complexitatii. Limitari: agregarea ignora heterogenitatea individuald; probleme de
confidentialitate 1n integrarea datelor.[90, 92, 93, 380, 385, 389, 399, 400].

5. Al patrulea obiectiv — crearea de abordari hibride ABM-SDM pentru simulari
multiscala (de exemplu, livrarea de oxigen materno-placentar-fetal) — a fost realizat eficient
in Capitolul 4, permitand testarea scenariilor si vizualizari educationale. Spre deosebire de
hibrizii la scard unica, aceasta inoveaza capturarea dinamicii emergente in ATI. Limitari:
complexitate computationald ridicata, constrangeri etice privind validarea, incertitudinea
parametrilor [69, 92, 102, 380, 382, 383, 395].

6. Al cincilea obiectiv — identificarea si analizarea seturilor de date pentru sepsis si
epilepsie — a fost indeplinit in mare parte in capitolele 5-6, cu perspective exploratorii care
sustin dezvoltarea inteligentei artificiale. Limitari: generalizabilitate limitatd (de exemplu,
EEG la animale) si valori lipsa ridicate in datele de sepsis. care introduc o potentiala eroare
de interpretare.[39, 52, 278, 293, 318, 327, 384, 396, 397].

7. Al saselea obiectiv — preprocesarea avansatd cu estimarea complexitatii
algoritmice prin descompunere in blocuri — a fost atins cu succes in Capitolul 6, rezultdnd
o recuperare a datelor lipsd si o separabilitate superioare. Comparativ cu metodele
conventionale (de exemplu, recuperarea prin medie), abordarile bazate pe CKC reduc
erorile cu 10-20%. Limitari: intensitatea computationald, dependenta de calitatea datelor
[52,278,293, 318, 396].

8. Al saptelea obiectiv — integrarea invatarii reprezentarilor (Word2Vec, BERT) pe
date fiziologice transformate — a fost indeplinit in mod complet in capitolele 6-7,
obtindndu-se o performanti predictivd ridicati. Imbunititind reprezentirile EEG
anterioare, preprocesarea complexa adaugd castiguri de 3-5%. Limitari: provocari de
interpretabilitate, necesitatea adaptarii specifice pacientului.[39, 40, 52, 291 - 293, 308,
381].

9. Al optulea obiectiv — dezvoltarea de modele ML imbunatatite prin complexitate
pentru diagnostic/prognostic — a fost atins in Capitolul 7, cu ASC de pana la 0,97 si
explicabilitate SHAP. Comparativ cu sistemele de ultima generatie din 2020-2025 (ASC
0,85-0,92), acest lucru duce la o precizie mai mare si cu 15-20% mai putine rezultate fals
pozitive prin intermediul unor caracteristici noi. Limitari: scaderi de performanta pe date
externe, riscuri de bias, necesitatea unor studii prospective.[39, 40, 52, 278, 317, 327, 381,
384].

10. Al nouilea obiectiv - utilizarea LLM-urilor cu RAG si sisteme multi-agent pentru
gestionarea sepsisului - a fost abordat in mod inovator in Capitolul 8, imbunatatind
respectarea ghidurilor si atenudnd n acelasi timp halucinatiile. Extinzdnd dovezile de
concept (de exemplu, Zhang si colab., 2024), se obtine o conformitate de 85-95% in cazurile
MIMIC-IV. Limitari: nealinierea ocazionald a sarcinilor, preocupari etice si latenta pentru
utilizarea 1n timp real.Sistemele MA-GAR din Capitolul 8 imbunatatesc gestionarea
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sepsisului, aliniindu-se la protocoale, dar confruntandu-se cu halucinatii, necesitand
abordarea ,,human-in-the-loop” [366, 375, 379, 381, 386, 388, 398, 401].

11. Al zecelea obiectiv - construirea de instrumente software - a fost indeplinit prin
intermediul prototipurilor ISAAC-EEG-BDM-NLP, ISAAC Sepsis Expert/Multi-Agent
System si altele. Implementarea este formalizata prin brevete si certificate de inovare din
Anexa 5, acoperind preprocesarea, modelarea hibrida si sistemele de inteligenta artificiala.
Limitari: implementare limitatd in lumea reald, dependentd de calitatea datelor de intrare,
in agteptarea aprobarii de catre autoritatile de reglementare.[39, 40, 52, 102, 317, 381, 391].

12. Per ansamblu, teza atinge toate scopurile si obiectivele prin inovatie
transdisciplinara, avansand metode de terapie intensiva bazate pe complexitate. Provocarile
ramase implicd lacune translationale, eterogenitate a datelor si probleme etice, dar lucrarea
pune bazele pentru viitoarea inteligenta artificiala hibrida, aplicatii mai ample si reducerea
mortalitatii la ATI [52, 69, 90, 102, 308, 327, 366, 378 - 381, 383, 385, 386, 390 - 393].

* - referintele afisate Intre paranteze se bazeaza pe manuscrisul principal al tezei

RECOMANDARI PENTRU CERCETARE VIITOARE SI IMPLEMENTARE
CLINICA
Directii de cercetare viitoare

Avansarea complexitatii Kolmogorov-Chaitin (CKC) pentru datele biomedicale

Teza a utilizat CKC prin metoda descompunerii in blocuri (BDM) pentru analiza
datelor EEG si sepsis (Capitolul 6). Cercetarile viitoare ar trebui sa aplice CKC altor
semnale, cum ar fi ECG sau PPG, si sa dezvolte algoritmi in timp real pentru a reduce
intensitatea computationalda a BDM. Aproximarile prin ferestre adaptive sau retele
neuronale ar putea ajuta. Integrarea CKC cu analiza datelor topologice poate dezvilui
structuri in conditii critice, cum ar fi aritmia, in timp ce explorarea inferentei cauzale ar
putea Imbunatati diagnosticele personalizate.

Extinderea modelarii hibride cu ajutorul inteligentei artificiale

Modelul hibrid MBA-MDS din Capitolul 4 pentru livrarea de oxigen fetal prezinta un
potential multiscala. Acest lucru poate fi extins la scenarii de terapie intensiva, cum ar fi
leziunile renale acute, si incorporari ML pentru reglarea automata a parametrilor. invatarea
prin consolidare ar putea optimiza regulile MBA, iar invatarea profunda ar putea rafina
ecuatiile MDS. Pot fi dezvoltate ,,ecosisteme digitale gemene” pentru a simula dinamica
resurselor de terapie intensiva, validate in functie de diverse seturi de date pentru a aborda
incertitudinea parametrilor.

Imbunatatirea sistemelor multi-agent LLM

Sistemele multi-agent bazate pe LLM cu GAR din Capitolul 8 sunt promititoare
pentru gestionarea sepsisului. Lucrarile viitoare ar trebui sa integreze date multimodale (de
exemplu, imagistica, serii temporale) si s combine LLM-urile cu inteligenta artificiala
simbolicd pentru a asigura respectarea ghidurilor. invitarea federatd ar putea permite o
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instruire conforma cu confidentialitatea. Abordarea poate fi extinsd la conditii precum
delirul, concentrandu-se pe rezultate explicabile.

Cadre interdisciplinare pentru stiinta datelor de complexitate

Paradigma stiintei datelor complexitatii din Capitolul 1 are nevoie de metrici
standardizate pentru seturile de date din domeniul sanatatii. Poate fi aplicata la retele de
senzori purtabili pentru a prezice tranzitii (de exemplu, soc septic) folosind grafice
evolutive. Este binevenita colaborarea cu stiinta retelelor sau cu informatica cuantica pentru
a explora metrici de complexitate imbunatatite cuantic.

Pagsi pentru validare si implementare clinica

Validare clinica prospectiva

Validarea sistemelor ISAAC-EEG-BDM-NLP, ISAAC Sepsis Expert si MA-GAR in
unitatile de terapie intensiva (de exemplu, spitalele din Moldova). Compararea predictiilor
cu rezultate precum mortalitatea sau frecventa convulsiilor, testind AUC a GBM de 0,953
si AUC a Word2Vec de 0,968 (Capitolele 7-8) cu instrumente standard, asigurand
includerea unor cohorte diverse si conformitatea cu GDPR/HIPAA.

Testarea setulrilor de date externe

Abordarea problemelor de generalizabilitate (de exemplu, scaderea AUC a sepsisului
la 0,84, Capitolul 7), testarea pe corpusul EEG, MIMIC-IV sau TUH. Utilizarea armonizarii
automate a datelor (de exemplu, FHIR) si transferul invatdrii pentru a atenua
supraadaptdrile.

Integrare cu fluxurile de lucru clinice

Integrarea instrumentelor cu DME-urile prin intermediul API-urilor pentru
predictii cu latentd redusd. Dezvoltarea de interfete usor de utilizat cu vizualizari (de
exemplu, grafice SHAP) si module de instruire pentru medici - testare in unitatile de terapie
intensiva din Moldova pentru a masura impactul fluxului de lucru.

Respectarea reglementarilor si certificarea

Asigurarea conformitadtii cu FDA SaMD sau EU MDR, efectudnd evaludri ale
riscurilor ISO 14971 pentru a aborda erorile si modurile de esec. Monitorizarea
evenimentelor adverse post-implementare pentru actualizari iterative.

Rafinare prin feedback

Rafinarea instrumentelor folosind feedback-ul medicilor, ajustarea pragurilor pentru
a reduce oboseala de alerta si personalizarea modelelor EEG. Utilizarea edge computing
pentru performanta in timp real si reantrenarea modelelor cu date noi din unitatile de terapie
intensiva.

Scalabilitate si rentabilitate
Dezvoltarea versiunilor de instrumente bazate pe cloud sau usoare pentru setari cu
resurse reduse. Efectuarea analizelor de rentabilitate si utilizarea componentelor open-

60



source (de exemplu, modele NetLogo) pentru a reduce costurile, optimizand algoritmii
pentru scalabilitate.

10.

11.

12.

13.

14.
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ADNOTARE
Iapascurta Victor, “Metode si algoritmi software inteligenti pentru terapia intensiva.
Abordare prin prisma stiintei complexititii”, teza de doctor habilitat in informatica si
medicina, Chisinau, 2023

Structura tezei: Teza cuprinde 275 de pagini si include introducere, 8 capitole, concluzii, o
bibliografie din 401 de surse, 5 anexe, 89 de figuri si 37 de tabele. Cercetarea a rezultat in 54 de
lucrari stiintifice, cu 20 ca unic autor, 34 ca prim/ultim autor, inclusiv 25 articole, dintre care 14
- in editii cu factor de impact. Cuvinte cheie: stiinta complexitatii, terapie intensiva, sepsis,
epilepsie, modelare bazatd pe agenti, modelare dinamica a sistemelor, invatare automata,
invatare a reprezentdrii, complexitate Kolmogorov-Chaitin, modele de limbaj mari, sisteme
multi-agent, generare augmentatd prin recuperare, gemeni digitali. Scopul studiului:
Dezvoltarea de metode inteligente inovatoare, algoritmi si aplicatii software pentru terapia
intensiva, bazate pe stiinta complexitdtii, pentru a imbunatati diagnosticul precoce, predictia si
gestionarea afectiunilor critice precum sepsisul si crizele epileptice. Obiectivele studiului:
Stabilirea unui cadru de stiintd a complexitatii pentru sistemele de terapie intensiva;Evaluarea
modeldrii bazate pe agenti, dinamica sistemelor si hibridd pentru simuldri fiziologice;
Identificarea si analiza seturilor mari de date pentru sepsis si epilepsie; Dezvoltarea de
preprocesare avansatd a datelor cu estimarea complexitdtii algoritmice; Integrarea invatarii
reprezentarii si a Invatarii automate pentru predictii imbunatatite; Incorporarea sistemelor multi-
agent bazate pe modele de limaj mari pentru gestionarea sepsisului; si Crearea de instrumente
software pentru aplicatii clinice si de cercetare. Noutate stiintificd si originalitate. Teza
introduce o integrare noud a stiintei complexitatii cu terapia intensiva, valorificand neliniaritatea
si emergenta pentru a aborda lacunele de diagnostic. Este pioniera in utilizarea complexitatii
Kolmogorov-Chaitin (KCC) prin descompunerea in blocuri pentru preprocesarea semnalelor
biomedicale, imbunatatind detectarea tiparelor in datele nestationare. Cadrul de modelare
hibrida, care combina abordari bazate pe agenti si dinamica sistemului pentru simulari, cum ar
filivrarea oxigenului fetal, este inovator. In plus, aplicarea modelelor de limbaj mari cu generare
augmentata prin recuperare si sisteme multi-agent pentru gestionarea sepsisului reprezintd o
abordare de ultima generatie a deciziilor clinice in timp real, distingdnd aceastd lucrare de
metodele reductioniste traditionale.

Principalele rezultate. Cercetarea stabileste un cadru stiintific al complexitatii, modeland cu
succes procese fiziologice precum edemul pulmonar cardiogen si livrarea oxigenului fetal,
utilizdnd metode bazate pe agenti, dinamica sistemului si hibride. Preprocesarea avansata,
inclusiv estimarea CKC, transforma datele EEG si sepsis pentru invatarea automata, atingand
performante predictive ridicate. Instrumente software create precum ISAAC-EEG-BDM-NLP
si ISAAC Sepsis Expert permit detectarea si gestionarea precoce, sistemele bazate pe modele de
limbaj mari imbunatatind respectarea ghidurilor privind sepsisul. Semnificatia teoretica a
cercetirii. Teza promoveaza stiinta complexitatii prin formalizarea aplicarii sale in terapia
intensiva, integrand-o cu modelare, invatare automatd si inteligentd artificiald. Aceasta
contribuie cu o noud paradigmd a stiintei datelor despre complexitate, conectind teoria
sistemelor si abordarile bazate pe date. Utilizarea KCC pentru analiza semnalelor biomedicale
ofera un salt teoretic in captarea dinamicii emergente, in timp ce modelarea hibrida si sistemele
multi-agent oferd noi cadre pentru intelegerea fenomenelor comune pentru terapia intensiva,
imbogdtind cercetarea transdisciplinard. Valoarea aplicativd a lucrarii. Instrumentele
dezvoltate oferd solutii practice pentru predictia si gestionarea timpurie a sepsisului si prognoza
convulsiilor bazatd pe EEG, Tmbunatatind luarea deciziilor clinice si ingrijirea personalizata.
Aceste aplicatii sunt scalabile pentru medii cu resurse limitate, cum ar fi Moldova, sprijinind
triajul critic, planificarea interventiilor si educatia medicald prin simuldri interactive.
Implementarea rezultatelor stiintifice. Prototipurile software, ISAAC-EEG-BDM-NLP
pentru cercetarea epilepsiei si ISAAC Sepsis Expert si MA System pentru gestionarea sepsisului
clinic, sunt concepute pentru integrarea in sistemul de sandtate din Republica Moldova. Sunt
planificate implementdri pilot in unitatile de terapie intensiva, in asteptarea aprobarii
autoritatilor de reglementare si a validarii prospective, cu potentialul unei adoptari pe scara larga
prin intermediul platformelor bazate pe cloud pentru a imbunatati rezultatele pacientilor.
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SUMMARY
Iapascurta Victor, "Intelligent methods and software algorithms for intensive care. A
complexity science approach," postdoctoral thesis in computer sciences and medicine,
Chisinau, 2025

Thesis structure: The thesis comprises 275 pages and includes an introduction, 8 chapters,
conclusions, a bibliography of 401 sources, 5 appendices, 87 figures, and 37 tables. The research
resulted in 54 scientific works, with 20 as the sole author, 34 as the first/last author, including
25 articles of which 14 publications in journals/editions with an impact factor. Keywords:
complexity science, intensive care medicine, sepsis, epilepsy, agent-based modeling, system
dynamics modeling, machine learning, representation learning, Kolmogorov-Chaitin
complexity, large language models, multi-agent systems, retrieval-augmented generation, data
preprocessing, digital twins. The aim of the study. Developing innovative intelligent methods,
algorithms, and software applications for intensive care medicine, grounded in complexity
science, to enhance early diagnosis, prediction, and management of critical conditions like sepsis
and epileptic seizures. Objectives of the study: establishing a complexity science framework
for intensive care systems; evaluating agent-based, system dynamics, and hybrid modeling for
physiological simulations; identifying and analyzing datasets for sepsis and epilepsy; developing
advanced data preprocessing with algorithmic complexity estimation; integrating representation
learning and machine learning for improved predictions; incorporating large language model-
based multi-agent systems for sepsis management; and creating software tools for clinical and
research applications in Moldova. Scientific novelty and originality. The thesis introduces a
novel integration of complexity science with intensive care, leveraging nonlinearity and
emergence to address diagnostic gaps. It pioneers the use of Kolmogorov-Chaitin complexity
(KCC) via block decomposition for preprocessing biomedical signals, enhancing pattern
detection in non-stationary data. The innovative hybrid modeling framework combines agent-
based and system dynamics approaches for multiscale simulations, such as fetal oxygen
delivery. Additionally, the application of large language models with retrieval-augmented
generation and multi-agent systems for sepsis management represents a cutting-edge approach
to real-time clinical decision-making, distinguishing this work from traditional reductionist
methods. Main results. The research establishes a complexity science framework that
successfully models physiological processes, such as cardiogenic pulmonary edema and fetal
oxygen delivery, using agent based, system dynamics, and hybrid methods. Advanced
preprocessing, including KCC estimation and imputation, transforms EEG and sepsis data for
machine learning, achieving high predictive performance. Software tools like ISAAC-EEG-
BDM-NLP and ISAAC Sepsis Expert enable early detection and management, with large
language model-based systems improving sepsis guideline adherence. The theoretical
significance of the research. The thesis advances complexity science by formalizing its
application in intensive care and integrating it with modeling, machine learning, and Al. It
contributes a novel complexity data science paradigm that bridges systems theory and data-
driven approaches. The use of KCC for biomedical signal analysis offers a theoretical leap in
capturing emergent dynamics, while hybrid modeling and multi-agent systems provide new
frameworks for understanding multiscale ICU phenomena, enriching transdisciplinary research.
Applicative value of the work. The developed tools offer practical solutions for early sepsis
prediction and management and EEG-based seizure forecasting, enhancing clinical decision-
making and personalized care. These applications are scalable for resource-limited settings like
Moldova, supporting ICU triage, intervention planning, and medical education through
interactive simulations. Implementation of scientific results. The software prototypes, ISAAC-
EEG-BDM-NLP for epilepsy research and ISAAC Sepsis Expert and MA System for clinical
sepsis management, are designed for integration into Moldova’s healthcare system. Pilot
implementations in ICUs are planned, pending regulatory approval and prospective validation,
with potential for broader adoption via cloud-based platforms to improve patient outcomes.
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